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Current‌‌NLP‌‌research‌‌uses‌‌neither‌‌linguistically‌‌annotated‌‌corpora‌‌nor‌‌the‌‌traditional‌‌pipeline‌‌of‌‌linguistic‌‌modules,‌‌                             
which‌‌raises‌‌questions‌‌about‌‌the‌‌future‌‌of‌‌linguistics.‌‌Linguists‌‌who‌‌have‌‌tried‌‌to‌‌crack‌‌the‌‌secrets‌‌of‌‌deep‌‌learning‌‌                                     
NLP‌‌models,‌‌including‌‌‌BERT‌‌(a‌‌bidirectional‌‌transformer-based‌‌ML‌‌technique‌‌employed‌‌for‌‌Google‌‌Search),‌‌have‌‌                           
had‌ ‌as‌ ‌their‌ ‌ultimate‌ ‌goal‌ ‌to‌ ‌show‌ ‌that‌ ‌deep‌ ‌nets‌ ‌make‌ ‌linguistic‌ ‌generalizations.‌ ‌I‌ ‌decided‌ ‌for‌ ‌an‌ ‌alternative‌‌                                   
approach.‌‌To‌‌check‌‌whether‌‌it‌‌is‌‌possible‌‌to‌‌process‌‌natural‌‌language‌‌without‌‌grammar,‌‌I‌‌developed‌‌a‌‌very‌‌simple‌‌                                   
model,‌‌the‌‌‌End-to-end‌‌N-Gram‌‌Model‌‌(EteNGraM)‌,‌‌that‌‌elaborates‌‌on‌‌the‌‌standard‌‌‌n-gram‌‌model.‌ ‌‌EteNGraM‌,‌‌at‌‌a‌‌                               
very‌ ‌basic‌ ‌level,‌ ‌imitates‌ ‌current‌ ‌NLP‌ ‌research‌ ‌by‌ ‌handling‌‌semantic‌‌relations‌‌without‌‌semantics.‌‌Like‌‌in‌‌NLP,‌‌I‌‌                                 
pre-trained‌‌the‌‌model‌‌with‌‌the‌‌orders‌‌of‌‌the‌‌TAM‌‌markers‌‌in‌‌the‌‌verbal‌‌domain,‌‌fine-tuned‌‌it,‌‌and‌‌then‌‌applied‌‌it‌‌for‌‌                                         
derivation‌ ‌of‌ ‌Greenberg’s‌ ‌Universal‌ ‌20‌ ‌and‌ ‌its‌ ‌exceptions‌ ‌in‌ ‌the‌ ‌nominal‌ ‌domain.‌ ‌Although‌ ‌‌EteNGraM‌ ‌‌is‌                             
ridiculously‌‌simple‌‌and‌‌uses‌‌only‌‌bigrams‌‌and‌‌trigrams,‌‌it‌‌successfully‌‌derives‌‌the‌‌attested‌‌and‌‌unattested‌‌patterns‌‌in‌‌                                 
Cinque‌ ‌(2005)‌ ‌“Deriving‌ ‌Greenberg's‌‌Universal‌‌20‌‌and‌‌Its‌‌Exceptions”,‌‌‌Linguistic‌‌Inquiry‌‌36‌,‌‌and‌‌Cinque‌‌(2014)‌‌                             
“Again‌‌on‌‌Tense,‌‌Aspect,‌‌Mood‌‌Morpheme‌‌Order‌‌and‌‌the‌‌“Mirror‌‌Principle”.”‌‌In‌‌‌Functional‌‌Structure‌‌from‌‌Top‌‌to‌‌                                 
Toe:‌‌The‌‌Cartography‌‌of‌‌Syntactic‌‌Structures‌‌‌9‌.‌‌‌EteNGraM‌‌also‌‌makes‌‌fine-grained‌‌predictions‌‌about‌‌preferred‌‌and‌‌                             
dispreferred‌ ‌patterns‌ ‌across‌ ‌languages‌ ‌and‌ ‌reveals‌ ‌novel‌ ‌aspects‌ ‌of‌ ‌the‌ ‌organization‌ ‌of‌ ‌the‌ ‌verbal‌ ‌and‌ ‌nominal‌‌                               
domain.‌ ‌To‌ ‌explain‌ ‌the‌ ‌‌EteNGraM'‌s‌ ‌‌highly‌ ‌efficient‌ ‌performance,‌ ‌I‌ ‌address‌ ‌issues‌ ‌such‌ ‌as:‌ ‌complexity‌ ‌of‌ ‌data‌‌                               
versus‌‌complexity‌‌of‌‌analysis;‌‌structure‌‌building‌‌by‌‌linear‌‌sequences‌‌of‌‌elements‌‌and‌‌by‌‌hierarchical‌‌syntactic‌‌trees;‌‌                               
and‌ ‌how‌ ‌linguists‌ ‌can‌ ‌contribute‌ ‌to‌ ‌NLP‌ ‌research.*‌ ‌ 
‌ 
‌ 

1. Deep‌ ‌learning,‌ ‌n-grams‌ ‌and‌ ‌the‌ ‌future‌ ‌of‌ ‌linguistics‌‌ ‌  
‌ 

Theoretical‌ ‌linguistics‌ ‌and‌ ‌current‌ ‌NLP‌ ‌models‌ ‌differ‌ ‌in‌ ‌the‌ ‌way‌ ‌they‌ ‌approach‌ ‌the‌‌                         
form-meaning‌ ‌relation‌ ‌in‌ ‌language.‌‌I‌‌will‌‌explain‌‌the‌‌issue‌‌based‌‌on‌‌Manova‌‌et‌‌al.‌‌(2020)‌‌who‌‌                               
define‌ ‌three‌ ‌types‌ ‌of‌ ‌approaches‌ ‌to‌ ‌the‌ ‌form-meaning‌ ‌relationship:‌‌ ‌  

(i)‌ ‌the‌ ‌relationship‌ ‌is‌ ‌non-directional,‌ ‌i.e.‌ ‌form‌ ‌and‌ ‌meaning‌ ‌emerge‌ ‌simultaneously‌ ‌                     
(pairings‌ ‌of‌ ‌form‌ ‌and‌ ‌meaning‌ ‌such‌ ‌as‌ ‌‌-s‌‌ ‌<PL>‌ ‌are‌ ‌typical‌ ‌of‌ ‌this‌ ‌type‌ ‌of‌ ‌approaches);‌‌ ‌  

(ii)‌‌the‌‌relationship‌‌is‌‌directional‌‌and‌‌from-meaning-to-form‌‌(e.g.‌‌when‌‌the‌‌feature‌‌<PL>‌‌                       
is‌ ‌associated‌ ‌with‌ ‌a‌ ‌terminal‌ ‌node‌ ‌on‌ ‌a‌ ‌syntactic‌ ‌tree‌ ‌(Distributed‌ ‌Morphology,‌ ‌Cartography,‌‌                         
Nanosyntax)‌ ‌or‌ ‌with‌ ‌a‌ ‌cell‌ ‌or‌ ‌a‌ ‌set‌ ‌of‌ ‌cells‌ ‌in‌‌a‌‌paradigm-based‌‌approach‌‌(Paradigm‌‌Function‌‌                               
Morphology);‌ ‌and‌‌ ‌  

(iii)‌‌the‌‌relationship‌‌is‌‌directional‌‌and‌‌from-form-to-meaning‌‌(e.g.‌‌a‌‌machine‌‌or‌‌a‌‌human‌‌                         
identifies‌ ‌‌-s‌‌ ‌and‌ ‌the‌ ‌association‌ ‌with‌ ‌meaning‌ ‌is‌ ‌postponed,‌ ‌or‌ ‌does‌ ‌not‌ ‌happen‌ ‌at‌ ‌all).‌‌ ‌  

Theoretical‌ ‌linguistics‌ ‌approaches‌ ‌are,‌ ‌as‌ ‌a‌ ‌rule,‌ ‌of‌ ‌(i),‌ ‌(ii)‌ ‌or‌ ‌a‌ ‌mixed‌ ‌(i)‌ ‌&‌ ‌(ii)‌ ‌type,‌‌                                 
while‌ ‌current‌ ‌NLP‌ ‌approaches‌ ‌are‌ ‌of‌ ‌type‌ ‌(iii).‌ ‌This‌ ‌leads‌ ‌to‌ ‌significant‌ ‌differences‌ ‌in‌ ‌the‌‌                             
analyses‌ ‌and‌ ‌leaves‌ ‌the‌ ‌impression‌ ‌that‌ ‌current‌ ‌NLP‌ ‌does‌ ‌not‌ ‌have‌ ‌anything‌ ‌in‌ ‌common‌ ‌with‌‌                             
theoretical‌‌linguistics.‌‌This‌‌impression‌‌is‌‌further‌‌enhanced‌‌by‌‌the‌‌fact‌‌that‌‌NLP‌‌has‌‌always‌‌been‌‌                             
entirely‌ ‌focused‌ ‌on‌ ‌application‌ ‌and‌ ‌efficiency‌ ‌while‌ ‌theoretical‌ ‌linguistics‌ ‌has‌ ‌never‌ ‌been.‌‌                       
Additionally,‌ ‌in‌ ‌the‌ ‌past‌ ‌decade‌ ‌a‌ ‌paradigm‌ ‌shift‌ ‌has‌ ‌happened‌ ‌in‌ ‌NLP‌ ‌and‌ ‌linguistically‌‌                           
annotated‌‌corpora‌‌and‌‌the‌‌traditional‌‌pipeline‌‌of‌‌linguistic‌‌modules‌‌have‌‌been‌‌substituted‌‌by‌‌raw‌‌                           
data‌ ‌from‌ ‌the‌ ‌web‌‌and‌‌deep‌‌neural‌‌networks‌‌(DNNs),‌‌respectively.‌‌There‌‌are‌‌different‌‌types‌‌of‌‌                             
DNNs‌‌and‌‌things‌‌are‌‌fairly‌‌complicated‌‌to‌‌be‌‌explained‌‌in‌‌detail‌‌here;‌‌for‌‌a‌‌linguistic‌‌perspective‌‌                               

____________________________‌ ‌ 
*‌‌I‌‌wish‌‌to‌‌thank‌‌Professor‌‌Guglielmo‌‌Cinque‌‌‌for‌‌his‌‌insightful‌‌research‌‌on‌‌the‌‌topic,‌‌without‌‌his‌‌research‌‌my‌‌work‌‌                                       
would‌ ‌not‌ ‌have‌ ‌been‌ ‌possible.‌‌ ‌  

I‌‌dedicate‌‌this‌‌research‌‌to‌‌all‌‌linguists‌‌born‌‌in‌‌poor‌‌countries‌‌and‌‌territories,‌‌with‌‌a‌‌small‌‌number‌‌of‌‌native‌‌                                     
speakers,‌ ‌who‌ ‌deal‌ ‌with‌ ‌prejudices‌ ‌and‌ ‌discrimination‌ ‌in‌ ‌linguistics.‌‌ ‌  
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on‌‌the‌‌issue,‌‌the‌‌reader‌‌is‌‌referred‌‌to‌‌Linzen‌‌&‌‌Baroni‌‌(2021).‌‌The‌‌core‌‌facts:‌‌DNNs‌‌are‌‌typically‌‌                                   
“end-to-end”,‌‌i.e.‌‌a‌‌deep‌‌network‌‌is‌‌directly‌‌trained‌‌to‌‌associate‌‌input‌‌(e.g.,‌‌text‌‌in‌‌one‌‌language)‌‌                               
to‌‌a‌‌corresponding‌‌output‌‌(e.g.,‌‌text‌‌in‌‌another‌‌language).‌‌An‌‌alternative‌‌way‌‌of‌‌looking‌‌at‌‌what‌‌                               
it‌‌means‌‌to‌‌be‌‌“end-to-end”‌‌would‌‌be:‌‌Trying‌‌to‌‌find‌‌a‌‌route‌‌for‌‌problem‌‌solving‌‌by‌‌knowing‌‌the‌‌                                   
problem’s‌‌solution‌‌in‌‌advance.‌‌For‌‌example,‌‌we‌‌take‌‌a‌‌text‌‌in,‌‌let‌‌us‌‌say,‌‌Russian‌‌(input)‌‌and‌‌the‌‌                                   
same‌‌text‌‌translated‌‌into,‌‌let‌‌us‌‌say,‌‌German‌‌(output)‌‌and‌‌the‌‌task‌‌is‌‌translation‌‌from‌‌Russian‌‌into‌‌                                 
German.‌‌In‌‌this‌‌case,‌‌the‌‌solution‌‌of‌‌the‌‌problem‌‌is‌‌the‌‌German‌‌translation.‌‌With‌‌the‌‌help‌‌of‌‌the‌‌                                   
German‌ ‌translation,‌ ‌the‌ ‌DNN‌ ‌will‌ ‌learn‌ ‌which‌ ‌sequences‌ ‌of‌ ‌words‌ ‌in‌ ‌Russian‌ ‌correspond‌ ‌to‌‌                           
which‌ ‌sequences‌ ‌of‌ ‌words‌ ‌in‌ ‌German.‌ ‌Deep‌ ‌learning‌ ‌takes‌ ‌place‌ ‌in‌ ‌the‌ ‌hidden‌ ‌layers‌ ‌of‌ ‌the‌‌                               
network‌‌and‌‌from‌‌input‌‌to‌‌output,‌‌each‌‌hidden‌‌layer‌‌handles‌‌increasingly‌‌complex‌‌information.‌‌                         
It‌‌is‌‌a‌‌non-trivial‌‌task‌‌to‌‌crack‌‌the‌‌way‌‌of‌‌“thinking”‌‌of‌‌a‌‌DNN‌‌because‌‌all‌‌relations‌‌between‌‌the‌‌                                     
the‌ ‌layers,‌ ‌including‌ ‌recurrent‌ ‌activation‌ ‌(if‌ ‌the‌ ‌network‌ ‌is‌ ‌recurrent),‌ ‌are‌ ‌allowed,‌ ‌i.e.‌ ‌the‌‌                           
network‌ ‌alone‌ ‌“decides”‌ ‌which‌ ‌route‌ ‌to‌ ‌activate‌ ‌(and‌ ‌similar‌ ‌to‌ ‌human‌ ‌DNNs‌ ‌(brains)‌ ‌with‌‌                           
different‌‌IQs,‌‌different‌‌DNNs‌‌come‌‌to‌‌a‌‌solution‌‌of‌‌the‌‌same‌‌problem‌‌through‌‌different‌‌routes).‌‌                             
Returning‌‌to‌‌the‌‌Russian-German‌‌translation,‌‌what‌‌the‌‌network‌‌has‌‌learned,‌‌roughly‌‌the‌‌statistics‌‌                         
of‌‌the‌‌corresponding‌‌Russian-German‌‌form‌‌sequences,‌‌can‌‌be‌‌used‌‌for‌‌translations‌‌of‌‌unknown‌‌                         
texts‌‌from‌‌Russian‌‌into‌‌German‌‌and‌‌vice‌‌versa.‌‌The‌‌more‌‌we‌‌train‌‌the‌‌network‌‌(the‌‌more‌‌parallel‌‌                                 
translations‌ ‌we‌ ‌give‌ ‌to‌ ‌it),‌ ‌the‌ ‌more‌ ‌precise‌ ‌(human-like)‌ ‌the‌ ‌translation‌ ‌of‌ ‌unknown‌ ‌texts‌‌                           
(compare‌ ‌with‌ ‌the‌ ‌human‌ ‌brain:‌ ‌the‌ ‌more‌ ‌a‌ ‌human‌ ‌practices‌ ‌German-Russian‌ ‌translation,‌ ‌the‌‌                         
better‌ ‌s/he‌ ‌gets),‌ ‌which‌ ‌is‌ ‌the‌ ‌explanation‌ ‌for‌ ‌why‌ ‌e.g.‌ ‌Google‌‌Translate‌‌that‌‌relies‌‌on‌‌a‌‌DNN‌‌                                 
performs‌‌better‌‌when‌‌translating‌‌from‌‌and‌‌into‌‌languages‌‌for‌‌which‌‌there‌‌are‌‌many‌‌texts‌‌on‌‌the‌‌                               
web‌ ‌and‌ ‌produces‌ ‌less‌ ‌convincing‌ ‌translations‌ ‌from‌ ‌and‌ ‌into‌ ‌less‌ ‌popular‌ ‌languages.‌‌ ‌  

Although‌‌the‌‌general‌‌logic‌‌of‌‌DNNs‌‌is‌‌easy‌‌to‌‌grasp,‌‌the‌‌programming‌‌of‌‌a‌‌DNN‌‌and‌‌the‌‌                                 
linguistic‌‌monitoring‌‌of‌‌its‌‌work‌‌are‌‌difficult‌‌tasks.‌1‌ ‌For‌‌example,‌‌BERT‌‌(Bidirectional‌‌Encoder‌‌                         
Representations‌ ‌from‌ ‌Transformers),‌ ‌a‌ ‌machine‌ ‌learning‌ ‌technique‌ ‌currently‌ ‌employed‌ ‌in‌‌                   
Google‌‌Search‌‌“is‌‌designed‌‌to‌‌pre-train‌‌deep‌‌bidirectional‌‌representations‌‌from‌‌unlabeled‌‌text‌‌by‌‌                         
jointly‌‌conditioning‌‌on‌‌both‌‌left‌‌and‌‌right‌‌context‌‌in‌‌all‌‌layers.‌‌As‌‌a‌‌result,‌‌the‌‌pre-trained‌‌BERT‌‌                                 
model‌‌can‌‌be‌‌fine-tuned‌‌with‌‌just‌‌one‌‌additional‌‌output‌‌layer‌‌to‌‌create‌‌state-of-the-art‌‌models‌‌for‌‌                             
a‌ ‌wide‌ ‌range‌ ‌of‌ ‌tasks,‌ ‌such‌ ‌as‌ ‌question‌ ‌answering‌ ‌and‌ ‌language‌ ‌inference,‌‌without‌‌substantial‌‌                           
task-specific‌ ‌architecture‌ ‌modifications.”‌ ‌(Devlin‌ ‌et‌ ‌al.‌ ‌2018:‌ ‌4171).‌ ‌In‌ ‌other‌ ‌words,‌ ‌BERT‌‌                       
involves‌ ‌two‌ ‌steps:‌ ‌pre-training‌ ‌and‌ ‌fine-tuning.‌ ‌Additionally,‌ ‌BERT‌ ‌is‌ ‌known‌ ‌in‌ ‌two‌ ‌model‌‌                         
sizes:‌ ‌BERT‌BASE‌ ‌(L=12,‌ ‌H=768,‌ ‌A=12,‌ ‌Total‌ ‌Parameters=110M)‌ ‌BERT‌LARGE‌ ‌(L=24,‌ ‌H=1024,‌‌                   
A=16,‌ ‌Total‌ ‌Parameters=340M);‌‌“L”‌‌stands‌‌for‌‌the‌‌number‌‌of‌‌layers‌‌(transformer‌‌blocks);‌‌“H”‌‌                         
stands‌ ‌for‌ ‌hidden‌ ‌size,‌ ‌i.e‌ ‌the‌ ‌number‌ ‌of‌ ‌hidden‌ ‌neurons;‌ ‌and‌ ‌“A”‌ ‌stands‌ ‌for‌ ‌the‌ ‌number‌ ‌of‌‌                                 
self-attention‌ ‌heads,‌ ‌i.e.‌ ‌heads‌ ‌that‌ ‌attend‌ ‌to‌ ‌the‌ ‌previous‌ ‌hidden‌ ‌states.‌ ‌BERT‌ ‌works‌ ‌with‌‌                           
sentences‌‌but‌‌“sentence”‌‌is‌‌defined‌‌as‌‌an‌‌arbitrary‌‌span‌‌of‌‌contiguous‌‌text,‌‌i.e.‌‌BERT‌‌sentences‌‌                             
are‌ ‌not‌ ‌always‌ ‌actual‌ ‌linguistic‌ ‌sentences.‌ ‌The‌ ‌input‌ ‌token‌ ‌sequence‌‌to‌‌BERT‌‌may‌‌be‌‌a‌‌single‌‌                               
sentence‌ ‌or‌ ‌two‌ ‌sentences‌ ‌packed‌ ‌together.‌ ‌ 

Regarding‌‌the‌‌linguistic‌‌interpretation‌‌of‌‌a‌‌DNN‌‌performance,‌‌McCoy‌‌et‌‌al.‌‌(2020)‌‌check‌‌                         
whether‌‌if‌‌a‌‌neural‌‌network‌‌architecture‌‌is‌‌tested‌‌multiple‌‌times‌‌on‌‌the‌‌same‌‌dataset,‌‌it‌‌will‌‌make‌‌                                 
the‌‌same‌‌or,‌‌at‌‌least‌‌similar,‌‌linguistic‌‌generalizations‌‌each‌‌time.‌‌They‌‌establish‌‌that‌‌the‌‌answer‌‌                             
to‌‌this‌‌question‌‌depends‌‌on‌‌the‌‌testing‌‌set:‌‌if‌‌the‌‌testing‌‌set‌‌contains‌‌distributions‌‌like‌‌those‌‌in‌‌the‌‌                                   

1 ‌For‌ ‌a‌ ‌hands-on‌ ‌experience‌ ‌with‌ ‌DNNs,‌ ‌the‌ ‌curious‌ ‌reader‌ ‌can‌ ‌visit‌ ‌the‌ ‌website‌ ‌‌A‌ ‌Neural‌ ‌Network‌ ‌Playground‌,‌ ‌part‌‌ 
of‌ ‌Google’s‌ ‌TensorFlow‌ ‌educational‌ ‌resources:‌ ‌‌www.tensorflow.org‌.‌ ‌Popular-science‌ ‌explanations‌ ‌of‌ ‌how‌ ‌to‌‌ 
understand‌ ‌the‌ ‌Playground‌ ‌at:‌‌ 
https://blogs.scientificamerican.com/sa-visual/unveiling-the-hidden-layers-of-deep-learning/‌.‌ ‌ 

2‌ ‌ 

https://playground.tensorflow.org/#activation=tanh&batchSize=10&dataset=spiral&regDataset=reg-plane&learningRate=0.03&regularizationRate=0&noise=0&networkShape=8,6,2&seed=0.45514&showTestData=true&discretize=false&percTrainData=50&x=true&y=true&xTimesY=false&xSquared=true&ySquared=false&cosX=false&sinX=false&cosY=false&sinY=false&collectStats=false&problem=classification&initZero=false&hideText=false
http://www.tensorflow.org/
https://blogs.scientificamerican.com/sa-visual/unveiling-the-hidden-layers-of-deep-learning/


training‌ ‌set,‌ ‌the‌ ‌DNN‌ ‌makes‌ ‌(almost)‌ ‌the‌ ‌same‌ ‌generalizations;‌ ‌if‌ ‌the‌ ‌testing‌ ‌set‌ ‌includes‌‌                           
previously‌ ‌unseen‌ ‌distributions,‌ ‌the‌ ‌DNN‌ ‌tends‌ ‌to‌ ‌take‌ ‌different‌‌routes‌‌each‌‌time.‌‌The‌‌authors‌‌                           
are‌‌surprised‌‌by‌‌these‌‌results‌‌but‌‌the‌‌DNN‌‌behavior‌‌seems‌‌completely‌‌understandable:‌‌Imagine‌‌                         
that‌ ‌a‌ ‌human‌ ‌being‌ ‌(a‌ ‌human‌ ‌brain‌ ‌is‌ ‌a‌ ‌neural‌ ‌net)‌ ‌should‌ ‌go‌ ‌through‌ ‌an‌ ‌unknown‌ ‌labyrinth‌‌                                 
many‌ ‌times,‌ ‌most‌ ‌probably,‌ ‌each‌ ‌time‌ ‌s/he‌ ‌would‌ ‌try‌ ‌different‌ ‌routes.‌ ‌ 

DNNs‌‌and‌‌similar‌‌developments‌‌in‌‌recent‌‌NLP‌‌research‌‌have‌‌raised‌‌questions‌‌about‌‌the‌‌                         
future‌‌of‌‌linguistics;‌‌and,‌‌consequently,‌‌on‌‌the‌‌linguistic‌‌side,‌‌proposals‌‌for‌‌possible‌‌interactions‌‌                         
between‌ ‌linguists‌ ‌and‌ ‌the‌ ‌NLP‌ ‌community‌ ‌have‌‌been‌‌articulated,‌‌see‌‌e.g.‌‌Baroni‌‌(2021).‌‌I‌‌am,‌‌                             
however,‌‌afraid‌‌that‌‌what‌‌Baroni‌‌(2021)‌‌and‌‌Linzen‌‌&‌‌Baroni‌‌(2021)‌‌suggest‌‌as‌‌a‌‌solution‌‌to‌‌the‌‌                                 
problem‌ ‌would‌ ‌work‌ ‌only‌ ‌for‌ ‌a‌ ‌handful‌ ‌of‌ ‌linguists,‌ ‌mostly‌ ‌those‌ ‌with‌ ‌(advanced)‌ ‌degrees‌ ‌in‌‌                             
computer‌ ‌science‌ ‌(CS),‌ ‌electrical‌ ‌engineering,‌ ‌mathematics,‌ ‌and‌ ‌the‌ ‌like:‌ ‌ 

‌ 
On‌ ‌the‌ ‌one‌ ‌hand,‌ ‌linguists’‌ ‌know-how‌ ‌in‌ ‌probing‌ ‌grammatical‌ ‌knowledge‌ ‌can‌ ‌help‌ ‌develop‌ ‌the‌ ‌next‌‌                             
generation‌ ‌of‌ ‌language-processing‌ ‌DNNs…‌ ‌On‌ ‌the‌ ‌other,‌ ‌studying‌ ‌what‌ ‌the‌ ‌best‌ ‌DNNs‌ ‌learn‌ ‌about‌‌                           
grammar,‌‌and‌‌how‌‌they‌‌do‌‌so,‌‌can‌‌offer‌‌new‌‌insights‌‌about‌‌the‌‌nature‌‌of‌‌language‌‌and,‌‌ultimately,‌‌what‌‌is‌‌                                     
genuinely‌ ‌unique‌‌about‌‌the‌‌human‌‌species.‌‌For‌‌this‌‌line‌‌of‌‌work‌‌to‌‌be‌‌effective,‌‌linguists‌‌will‌‌need‌‌to‌‌be‌‌                                     
closely‌ ‌involved‌ ‌in‌ ‌developing‌ ‌relevant‌ ‌network‌ ‌architectures,‌ ‌training‌ ‌them‌ ‌on‌ ‌appropriate‌ ‌data,‌ ‌and‌‌                         
conducting‌ ‌experiments‌ ‌that‌ ‌address‌ ‌linguists’‌ ‌theoretical‌ ‌concerns.‌ ‌ 

Linzen‌ ‌&‌ ‌Baroni‌ ‌(2021:‌ ‌15)‌ ‌ 
‌ 

I‌‌think‌‌that‌‌in‌‌order‌‌to‌‌participate‌‌in‌‌a‌‌fruitful‌‌dialogue‌‌with‌‌the‌‌NLP‌‌community,‌‌linguists‌‌need‌‌                                 
to‌ ‌see‌ ‌the‌ ‌advantages‌ ‌of‌ ‌a‌ ‌simple‌ ‌and‌ ‌easily-applicable‌ ‌NLP‌ ‌model‌ ‌over‌ ‌traditional‌ ‌linguistic‌‌                           
analyses,‌ ‌including‌ ‌what‌ ‌it‌ ‌means‌ ‌to‌ ‌model‌ ‌semantics‌ ‌without‌ ‌semantics,‌ ‌which‌ ‌is‌ ‌the‌ ‌case‌‌in‌‌                             
current‌ ‌NLP‌ ‌research.‌ ‌To‌ ‌be‌ ‌convincing,‌ ‌the‌ ‌illustrating‌ ‌model‌ ‌should‌ ‌also‌ ‌address‌‌issues‌‌that‌‌                           
have‌ ‌been‌ ‌acknowledged‌ ‌as‌ ‌important‌ ‌by‌ ‌people‌ ‌of‌ ‌different‌ ‌theoretical‌ ‌persuasions.‌ ‌Note,‌‌                       
however,‌ ‌that‌ ‌what‌ ‌is‌ ‌considered‌ ‌important‌ ‌in‌ ‌linguistics,‌ ‌e.g.‌ ‌linguistic‌ ‌universals,‌ ‌is‌ ‌not‌‌                         
necessarily‌‌of‌‌interest‌‌to‌‌the‌‌NLP‌‌community.‌‌Roughly,‌‌because‌‌we‌‌do‌‌not‌‌speak‌‌with‌‌universals,‌‌                             
NLP‌ ‌does‌ ‌not‌ ‌need‌ ‌them.‌ ‌Nevertheless,‌ ‌as‌ ‌we‌ ‌will‌ ‌see‌ ‌later,‌ ‌linguistic‌ ‌universals‌ ‌can‌ ‌reveal‌‌                             
important‌ ‌facts‌ ‌about‌ ‌possible‌ ‌and‌‌impossible‌‌linear‌‌patterns‌‌of‌‌elements‌‌in‌‌language,‌‌which‌‌is‌‌                           
highly‌ ‌relevant‌ ‌to‌ ‌NLP‌ ‌research.‌ ‌Therefore,‌ ‌in‌ ‌the‌ ‌present‌ ‌study,‌ ‌I‌ ‌propose,‌ ‌pre-train‌ ‌and‌‌                           
fine-tune‌‌the‌‌End-to-end‌‌N-Gram‌‌Model‌‌(‌EteNGraM‌),‌‌a‌‌very‌‌simple‌‌NLP‌‌model‌‌that‌‌elaborates‌‌                         
on‌ ‌the‌ ‌standard‌ ‌n-gram‌ ‌model‌ ‌(Jurafsky‌ ‌&‌ ‌Martin‌ ‌2020,‌ ‌Chapter‌ ‌3).‌ ‌ 

A‌ ‌n-gram‌ ‌is‌ ‌a‌ ‌contiguous‌ ‌sequence‌ ‌of‌ ‌n-elements.‌ ‌A‌ ‌single‌ ‌element‌ ‌(e.g.‌ ‌phoneme,‌‌                         
morpheme,‌ ‌word)‌ ‌is‌ ‌a‌ ‌unigram,‌‌two‌‌elements‌‌form‌‌a‌‌bigram,‌‌a‌‌sequence‌‌of‌‌three‌‌elements‌‌is‌‌a‌‌                                 
trigram,‌ ‌and‌ ‌so‌ ‌on.‌ ‌N-grams‌ ‌are‌ ‌simple‌ ‌structures‌ ‌and‌ ‌consequently‌ ‌easy‌‌to‌‌program‌‌and‌‌their‌‌                             
computation‌ ‌does‌ ‌not‌ ‌require‌ ‌much‌ ‌memory.‌ ‌Such‌ ‌features‌ ‌make‌ ‌n-grams‌ ‌an‌ ‌attractive‌ ‌and‌‌                         
robust‌ ‌solution‌ ‌to‌ ‌some‌ ‌NLP‌ ‌problems‌ ‌and‌ ‌also‌ ‌explain‌ ‌why‌ ‌the‌ ‌n-gram‌ ‌model‌ ‌has‌ ‌not‌ ‌been‌‌                               
completely‌ ‌outranked‌ ‌by‌ ‌DNNs.‌ ‌So‌ ‌far,‌ ‌n-grams‌ ‌have‌ ‌been‌ ‌used‌ ‌in‌ ‌applications‌ ‌such‌ ‌as‌ ‌sms‌‌                             
writing,‌ ‌spelling‌ ‌correction‌ ‌and‌ ‌grammar‌ ‌checking,‌ ‌online‌ ‌shopping,‌ ‌generation‌ ‌of‌ ‌automatic‌‌                     
email‌ ‌responses,‌ ‌etc.‌ ‌(cf.‌ ‌Jurafsky‌ ‌&‌ ‌Martin‌ ‌2020).‌ ‌By‌ ‌contrast,‌ ‌DNNs‌‌are‌‌complex‌‌models,‌‌a‌‌                             
profound‌ ‌knowledge‌ ‌of‌ ‌CS‌ ‌is‌ ‌necessary‌ ‌to‌ ‌design‌ ‌and‌ ‌program‌ ‌a‌ ‌DNN,‌ ‌DNNs‌ ‌also‌ ‌require‌‌                             
powerful‌ ‌hardware‌ ‌with‌ ‌a‌ ‌solid‌ ‌amount‌ ‌of‌ ‌operative‌ ‌memory,‌ ‌which‌ ‌will‌ ‌certainly‌ ‌turn‌ ‌into‌ ‌a‌‌                             
problem‌ ‌for‌ ‌ML‌ ‌algorithms‌ ‌in‌ ‌the‌ ‌future‌ ‌because‌ ‌the‌ ‌amount‌ ‌of‌ ‌web‌ ‌data‌ ‌also‌ ‌grows‌ ‌rapidly.‌‌                               
Devlin‌ ‌et‌ ‌al.‌ ‌(2018)‌ ‌confess‌ ‌some‌ ‌similar‌ ‌problems‌ ‌with‌‌BERT’s‌‌architecture,‌‌namely‌‌at‌‌some‌‌                           
point‌ ‌the‌ ‌model‌ ‌becomes‌ ‌so‌ ‌big‌ ‌that‌ ‌it‌ ‌is‌ ‌impossible‌ ‌to‌ ‌handle.‌ ‌ ‌   

Regarding‌‌whether‌‌n-grams‌‌relate‌‌to‌‌DNNs,‌‌one‌‌can‌‌think‌‌of‌‌a‌‌DNN‌‌analysis‌‌of‌‌language‌‌                             
data‌‌as‌‌operating‌‌with‌‌n-grams‌‌of‌‌different‌‌types‌‌and‌‌different‌‌orders‌‌simultaneously,‌‌cf.‌‌e.g.‌‌the‌‌                             
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explanation‌ ‌of‌ ‌Google's‌ ‌Neural‌ ‌Machine‌ ‌Translation‌ ‌system‌ ‌in‌ ‌Wu‌ ‌et‌ ‌al.‌ ‌(2016)‌‌who‌‌speak‌‌of‌‌                             
characters,‌ ‌words‌ ‌and‌ ‌sub-word‌ ‌units‌ ‌(“wordpieces”).‌ ‌ 

In‌ ‌NLP,‌ ‌it‌ ‌is‌ ‌well-known‌ ‌that‌ ‌a‌ ‌given‌‌text‌‌(a‌‌closed‌‌set‌‌of‌‌elements)‌‌can‌‌be‌‌reproduced‌‌                                 
based‌ ‌on‌ ‌the‌ ‌n-grams‌ ‌it‌ ‌contains;‌ ‌and‌ ‌that‌ ‌higher-order‌ ‌n-grams‌ ‌ensure‌ ‌a‌ ‌more‌ ‌coherent‌‌                           
reproduction.‌ ‌This‌‌has‌‌been‌‌demonstrated‌‌with‌‌the‌‌corpus‌‌of‌‌Shakespeare’s‌‌works,‌‌i.e.‌‌with‌‌the‌‌                           
four-grams‌‌of‌‌the‌‌Shakespeare‌‌corpus,‌‌a‌‌text‌‌written‌‌by‌‌a‌‌machine‌‌sounds‌‌a‌‌lot‌‌like‌‌Shakespeare‌‌                               
(Jurafsky‌ ‌and‌ ‌Martin‌ ‌2020,‌ ‌Chapter‌ ‌3).‌ ‌ 

It‌‌should‌‌also‌‌be‌‌mentioned‌‌that‌‌bigrams‌‌are‌‌not‌‌something‌‌new‌‌to‌‌theoretical‌‌linguistics:‌‌                           
Ryan‌ ‌(2010)‌ ‌models‌ ‌variable‌ ‌affix‌ ‌order‌ ‌in‌ ‌Tagalog‌ ‌with‌ ‌the‌ ‌help‌ ‌of‌ ‌bigrams;‌ ‌naive‌‌                           
discriminative‌ ‌learning‌ ‌(Baayen‌ ‌et‌ ‌al.‌ ‌2011)‌ ‌operates‌ ‌with‌ ‌bigrams‌ ‌of‌ ‌letters;‌ ‌Mansfield‌ ‌et‌ ‌al.‌‌                           
(2020)‌ ‌analyze‌ ‌“free”‌ ‌prefix‌ ‌order‌ ‌in‌ ‌Chintang‌ ‌in‌ ‌terms‌ ‌of‌ ‌bigrams;‌ ‌semantic‌ ‌scope‌ ‌in‌‌                           
Athabaskan‌‌has‌‌been‌‌explained‌‌in‌‌terms‌‌of‌‌relations‌‌between‌‌two‌‌affixes‌‌(Rice‌‌2001);‌‌sequences‌‌                           
of‌‌two‌‌suffixes‌‌play‌‌an‌‌important‌‌role‌‌in‌‌the‌‌organization‌‌of‌‌the‌‌mental‌‌lexicon‌‌(Manova‌‌&‌‌Knell‌‌                                 
2021‌‌with‌‌data‌‌from‌‌English);‌‌see‌‌also‌‌the‌‌discussion‌‌in‌‌Manova‌‌(to‌‌appear)‌‌on‌‌how‌‌restrictions‌‌                               
on‌‌the‌‌order‌‌of‌‌affixes‌‌in‌‌general‌‌have‌‌been‌‌tackled‌‌in‌‌the‌‌literature‌‌so‌‌far,‌‌namely‌‌as‌‌sequences‌‌                                   
of‌ ‌primarily‌ ‌two‌ ‌affixes‌ ‌but‌ ‌without‌ ‌referring‌‌to‌‌such‌‌sequences‌‌as‌‌bigrams.‌‌Syntactic‌‌phrases,‌‌                           
VP,‌‌NP,‌‌and‌‌so‌‌on‌‌are‌‌not‌‌bigrams,‌‌strictly‌‌speaking,‌‌because‌‌the‌‌two‌‌elements‌‌of‌‌a‌‌bigram‌‌must‌‌                                   
be‌ ‌neighbours‌ ‌in‌ ‌a‌ ‌linear‌ ‌sequence‌ ‌of‌ ‌elements,‌ ‌which‌ ‌is‌ ‌not‌ ‌always‌ ‌the‌ ‌case‌ ‌in‌ ‌syntactic‌ ‌phrases.‌ ‌ 

‌  
The‌ ‌remainder‌ ‌of‌ ‌the‌ ‌paper‌ ‌is‌ ‌organized‌ ‌as‌ ‌follows.‌ ‌In‌‌section‌‌2,‌‌the‌‌complexity‌‌issue‌‌                             

both‌ ‌in‌ ‌mathematics‌ ‌/‌‌CS‌‌and‌‌in‌‌linguistics‌‌is‌‌addressed‌‌and‌‌it‌‌is‌‌shown‌‌that‌‌the‌‌only‌‌objective‌‌                                   
way‌‌of‌‌measuring‌‌complexity‌‌is‌‌by‌‌assessing‌‌the‌‌complexity‌‌of‌‌the‌‌solution‌‌(analysis).‌‌In‌‌section‌‌                             
3,‌ ‌the‌ ‌‌EteNGraM‌ ‌model‌ ‌is‌ ‌introduced.‌ ‌In‌ ‌section‌ ‌4,‌ ‌‌EteNGraM‌ ‌is‌ ‌first‌ ‌pre-trained‌ ‌with‌ ‌the‌‌                             
existing‌ ‌and‌ ‌non-existing‌ ‌TAM‌ ‌orders‌ ‌from‌ ‌Cinque‌ ‌(2014);‌ ‌the‌ ‌model‌ ‌is‌ ‌then‌ ‌fine-tuned‌ ‌and‌‌                           
employed‌ ‌for‌ ‌derivation‌ ‌of‌ ‌Universal‌ ‌20‌ ‌and‌ ‌its‌ ‌exceptions.‌ ‌Section‌ ‌5‌ ‌tackles‌ ‌the‌ ‌fine-tuning‌‌                           
procedure‌‌and‌‌there‌‌is‌‌also‌‌a‌‌discussion‌‌on‌‌what‌‌linguists‌‌should‌‌learn‌‌from‌‌‌EteNGraM‌‌in‌‌order‌‌                               
to‌‌participate‌‌in‌‌a‌‌fruitful‌‌dialogue‌‌with‌‌the‌‌NLP‌‌community.‌‌‌EteNGram‌’s‌‌uniform‌‌derivation‌‌of‌‌                           
the‌‌TAM‌‌and‌‌Universal‌‌20‌‌orders‌‌is‌‌compared‌‌with‌‌Cinque’s‌‌derivations‌‌of‌‌these‌‌two‌‌prominent‌‌                             
sequences‌‌in‌‌section‌‌6,‌‌as‌‌well‌‌as‌‌with‌‌alternative‌‌derivations‌‌of‌‌Universal‌‌20‌‌from‌‌the‌‌literature.‌‌                               
Afterwards,‌ ‌in‌ ‌section‌ ‌7,‌ ‌‌EteNGraM‌ ‌is‌ ‌challenged‌ ‌with‌ ‌additional‌ ‌data‌ ‌for‌ ‌Universal‌ ‌20.‌ ‌In‌‌                           
section‌ ‌8,‌ ‌‌EteNGraM‌ ‌demonstrates‌ ‌its‌ ‌full‌ ‌power‌ ‌by‌ ‌making‌ ‌fine-grained‌ ‌predictions‌ ‌about‌‌                       
preferred‌ ‌and‌ ‌dispreferred‌ ‌patterns‌‌of‌‌Universal‌‌20‌‌cross-linguistically.‌‌Section‌‌9‌‌concludes‌‌the‌‌                       
paper.‌ ‌ 

‌ 
‌ 

2. Complexity‌ ‌as‌ ‌a‌ ‌property‌ ‌of‌ ‌analysis‌‌ ‌  
‌ 

Both‌ ‌language‌ ‌and‌ ‌mathematics‌ ‌are‌ ‌beautifully-organized‌ ‌systems.‌ ‌In‌ ‌mathematics,‌ ‌beauty‌‌                   
always‌‌means‌‌simplicity:‌‌a‌‌problem‌‌may‌‌have‌‌more‌‌than‌‌one‌‌solution‌‌but‌‌the‌‌simplest‌‌solution‌‌is‌‌                               
the‌‌most‌‌valuable.‌‌For‌‌example,‌‌the‌‌task‌‌of‌‌summing‌‌up‌‌the‌‌numbers‌‌from‌‌1‌‌to‌‌100‌‌has‌‌at‌‌least‌‌                                     
two‌‌solutions:‌‌1+2+3,‌‌and‌‌so‌‌on‌‌to‌‌100;‌‌and‌‌a‌‌more‌‌elegant‌‌one‌‌based‌‌on‌‌the‌‌observation‌‌made‌‌                                   
by‌ ‌the‌ ‌young‌ ‌Gauss‌ ‌that‌ ‌100+1‌ ‌=‌ ‌99+2‌ ‌=‌ ‌98+3,‌ ‌and‌ ‌so‌ ‌on‌ ‌to‌ ‌51+50,‌ ‌which‌ ‌means‌‌                                 
(1+100)*50=5050.‌ ‌Both‌ ‌solutions‌ ‌give‌ ‌the‌ ‌same‌ ‌result,‌‌5050,‌‌but‌‌the‌‌first‌‌one‌‌is‌‌uninteresting,‌‌                           
while‌‌Gauss’‌‌solution‌‌has‌‌been‌‌used‌‌as‌‌a‌‌formula‌‌for‌‌the‌‌sum‌‌of‌‌an‌‌arithmetic‌‌progression‌‌ever‌‌                                 
since.‌ ‌In‌ ‌other‌ ‌words,‌ ‌mathematicians‌‌understand‌‌the‌‌simplicity-complexity‌‌issue‌‌as‌‌a‌‌property‌‌                       
of‌‌the‌‌solution‌‌(analysis),‌‌while‌‌in‌‌linguistics‌‌the‌‌common‌‌belief‌‌is‌‌that‌‌complexity‌‌is‌‌a‌‌property‌‌                               
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of‌‌the‌‌data‌‌(language).‌‌This‌‌does‌‌not‌‌mean‌‌that‌‌in‌‌mathematics‌‌there‌‌are‌‌no‌‌easy‌‌problems‌‌(data)‌‌                                 
and‌‌difficult‌‌problems‌‌(data),‌‌just‌‌the‌‌solution‌‌can‌‌turn‌‌a‌‌difficult‌‌problem‌‌into‌‌an‌‌easy‌‌one‌‌and‌‌                                 
therefore‌ ‌the‌ ‌only‌ ‌objective‌ ‌way‌ ‌of‌ ‌measuring‌ ‌complexity‌ ‌is‌ ‌through‌ ‌the‌ ‌assessment‌ ‌of‌ ‌the‌‌                           
complexity‌ ‌of‌ ‌the‌ ‌solution.‌ ‌Clearly,‌ ‌the‌ ‌same‌‌holds‌‌for‌‌CS‌‌where‌‌there‌‌is‌‌a‌‌special‌‌system,‌‌the‌                                 
so-called‌ ‌‌Big‌ ‌O‌,‌ ‌for‌ ‌measuring‌ ‌the‌‌complexity‌‌of‌‌a‌‌solution.‌‌In‌‌this‌‌paper,‌‌among‌‌other‌‌things,‌‌                               
our‌ ‌goal‌ ‌is‌ ‌to‌ ‌show‌ ‌that‌ ‌language‌ ‌is‌ ‌indeed‌ ‌as‌ ‌beautifully‌ ‌organized‌ ‌as‌ ‌mathematics‌ ‌and,‌‌                             
consequently,‌ ‌language's‌ ‌complexity‌ ‌is‌ ‌like‌ ‌that‌ ‌in‌ ‌mathematics--depends‌ ‌on‌ ‌the‌ ‌solution.‌‌ ‌  

Our‌‌data‌‌and‌‌the‌‌information‌‌about‌‌attested‌‌and‌‌unattested‌‌patterns‌‌come‌‌primarily‌‌from‌‌                         
Cinque‌ ‌(2005,‌ ‌2013,‌ ‌2014).‌ ‌And‌ ‌it‌ ‌must‌ ‌be‌ ‌made‌ ‌explicit‌‌here‌‌that‌‌without‌‌Cinque’s‌‌research,‌‌                             
this‌ ‌study‌ ‌would‌ ‌not‌ ‌have‌ ‌been‌ ‌possible.‌‌ ‌  

Finally,‌ ‌the‌ ‌research‌ ‌reported‌ ‌here‌ ‌is‌ ‌mathematical‌ ‌in‌ ‌nature‌ ‌and‌ ‌neither‌ ‌revises‌ ‌nor‌‌                         
formulates‌ ‌a‌ ‌linguistic‌ ‌theory‌ ‌but‌ ‌approaches‌ ‌a‌ ‌problem‌‌with‌‌the‌‌goal‌‌to‌‌solve‌‌it,‌‌whatever‌‌the‌‌                               
consequence‌ ‌for‌ ‌any‌ ‌theory.‌‌ ‌  
‌ 
‌ 

3. Introducing‌ ‌‌EteNGraM‌ ‌ 
‌ 

My‌ ‌goal‌ ‌at‌ ‌this‌ ‌stage‌ ‌is‌ ‌to‌ ‌keep‌ ‌‌EteNGraM‌ ‌as‌ ‌simple‌ ‌as‌ ‌possible‌ ‌(recall‌ ‌what‌ ‌was‌ ‌said‌ ‌about‌‌                                   
simplicity‌‌in‌‌the‌‌previous‌‌section).‌‌The‌‌different‌‌steps‌‌of‌‌the‌‌algorithm‌‌are‌‌in‌‌capital‌‌letters.‌‌The‌‌                               
four‌ ‌numbers‌ ‌“1”,‌ ‌“2”,‌ ‌“3”,‌ ‌“4”‌ ‌(unordered‌ ‌sets‌ ‌of‌‌them)‌‌are‌‌the‌‌input,‌‌i.e.‌‌these‌‌numbers‌‌will‌‌                                 
represent‌ ‌both‌ ‌all‌ ‌TAM‌ ‌orders‌‌in‌‌the‌‌verbal‌‌domain‌‌and‌‌all‌‌Universal‌‌20‌‌orders‌‌in‌‌the‌‌nominal‌‌                                 
domain.‌ ‌(I‌ ‌use‌ ‌four‌ ‌numbers‌ ‌because‌ ‌the‌ ‌sequences‌ ‌I‌ ‌am‌ ‌going‌ ‌to‌ ‌derive‌ ‌have‌ ‌four‌‌elements‌‌                               
each:‌ ‌V-Asp-Tns-Mood‌ ‌and‌ ‌N-A-Num-Dem.)‌ ‌The‌ ‌ordered‌ ‌set,‌ ‌1-2-3-4‌ ‌(ascending‌ ‌order),‌ ‌will‌‌                     
serve‌ ‌as‌ ‌output‌ ‌and‌ ‌I‌ ‌will‌ ‌refer‌ ‌to‌ ‌it‌ ‌as‌ ‌the‌ ‌default‌ ‌pattern.‌ ‌ 
‌ 

A. Derivation‌ ‌by‌ ‌n-grams‌ ‌ 
The‌‌default‌‌pattern‌‌is‌‌the‌‌most‌‌frequent‌‌pattern‌‌when‌‌all‌‌pattern’s‌‌elements‌‌are‌‌overt.‌‌The‌‌default‌‌                               
pattern‌‌serves‌‌for‌‌derivation‌‌of‌‌existing‌‌patterns‌‌in‌‌terms‌‌of‌‌bigrams‌‌and‌‌trigrams,‌‌as‌‌illustrated‌‌                             
below.‌ ‌ 

‌ 
B. Deriving‌ ‌the‌ ‌default‌ ‌pattern‌ ‌with‌ ‌bigrams‌ ‌and‌ ‌trigrams‌ ‌ 

B1.‌‌  Bigrams‌ ‌and‌ ‌trigrams‌ ‌based‌ ‌on‌ ‌immediate‌ ‌neighborhood‌ ‌ 
‌ 

(1)   ‌Bigrams‌ ‌of‌ ‌neighbour‌ ‌elements‌ ‌ 
1-2-3-4‌ ‌(default‌ ‌pattern)‌ ‌ 
1-2‌ ‌ 
   ‌2-3‌ ‌ 

                  ‌3-4‌ ‌ 
‌ 

(2)‌ Trigrams‌ ‌of‌ ‌neighbor‌ ‌elements‌ ‌ 
1-2-3-4‌‌ ‌‌(default‌ ‌pattern)‌ ‌ 
1-2-3‌ ‌ 
   ‌2-3-4‌‌ ‌  

‌ 
‌ 
‌ 
‌ 
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B2.‌‌  Bigrams‌ ‌and‌ ‌trigrams‌ ‌of‌  ‌non-neighbor‌ ‌elements‌ ‌ 
The‌ ‌classical‌ ‌n-gram‌ ‌model‌ ‌does‌ ‌not‌ ‌have‌ ‌this‌ ‌type‌ ‌of‌ ‌bigrams‌ ‌and‌ ‌trigrams.‌ ‌I,‌ ‌however,‌‌                             
postulate‌‌them‌‌since‌‌it‌‌is‌‌not‌‌always‌‌the‌‌case‌‌that‌‌all‌‌elements‌‌of‌‌a‌‌linguistic‌‌sequence‌‌are‌‌on‌‌the‌‌                                     
same‌ ‌side‌ ‌of‌ ‌the‌ ‌base‌ ‌or‌ ‌overt.‌‌ ‌  
‌ 

(3)‌‌  Bigrams‌ ‌of‌ ‌non-neighbor‌ ‌elements‌‌ ‌  
1-2-3-4‌ ‌(default‌ ‌pattern)‌ ‌ 
1‌     ‌3‌    ‌→‌ ‌1-3‌ ‌ 
1‌       ‌4‌  ‌→‌ ‌1-4‌ ‌ 
   ‌2‌    ‌4‌  ‌→‌ ‌2-4‌ ‌ 
‌ 

(4)‌‌  Trigrams‌ ‌of‌ ‌non-neighbor‌ ‌elements‌‌ ‌  
1-2-3-4‌ ‌(default‌ ‌pattern)‌ ‌ 
1‌    ‌3-4‌ ‌→‌ ‌1-3-4‌ ‌ 
1-2‌    ‌4‌ ‌→‌ ‌1-2-4‌ ‌ 

‌ 
Since‌ ‌all‌ ‌bigrams‌ ‌and‌ ‌trigrams‌ ‌in‌ ‌this‌ ‌subsection‌ ‌are‌ ‌derived‌ ‌left-to-right,‌ ‌at‌ ‌this‌ ‌stage‌‌                           

EteNGraM‌‌ ‌is‌ ‌a‌ ‌unidirectional‌ ‌left-to-right‌ ‌model.‌ ‌(For‌ ‌comparison,‌ ‌BERT‌ ‌is‌ ‌bidirectional.)‌ ‌ 
‌ 

C.‌  ‌‌Pre-positioning,‌ ‌post-positions,‌ ‌and‌ ‌stranding‌ ‌ 
It‌ ‌is‌ ‌well-known‌ ‌that‌ ‌languages‌ ‌of‌ ‌the‌ ‌world‌ ‌tend‌ ‌to‌ ‌be‌ ‌either‌ ‌prefixing‌ ‌(prepositional)‌ ‌or‌‌                             
suffixing‌ ‌(post-positional)‌ ‌but‌ ‌that‌ ‌not‌ ‌all‌ ‌elements‌ ‌always‌ ‌either‌ ‌precede‌ ‌or‌ ‌follow‌ ‌the‌ ‌base.‌‌                           
Obviously,‌‌the‌‌default‌‌sequence‌‌1-2-3-4‌‌consists‌‌of‌‌a‌‌base‌‌(V‌‌in‌‌the‌‌verbal‌‌domain‌‌and‌‌N‌‌in‌‌the‌‌                                   
nominal‌‌domain)‌‌and‌‌three‌‌non-base‌‌elements.‌‌If‌‌at‌‌least‌‌two‌‌of‌‌the‌‌non-base‌‌elements‌‌follow‌‌the‌‌                               
base,‌ ‌the‌ ‌pattern‌ ‌will‌ ‌be‌ ‌classified‌ ‌as‌ ‌post-positional.‌ ‌From‌ ‌now‌ ‌on,‌ ‌all‌ ‌‌bases‌ ‌will‌ ‌be‌‌‌bolded‌.‌‌                               
Post-positioning‌ ‌is‌ ‌illustrated‌ ‌in‌ ‌(5).‌ ‌Likewise,‌ ‌if‌ ‌at‌ ‌least‌ ‌two‌ ‌elements‌ ‌precede‌ ‌the‌ ‌base,‌ ‌the‌‌                             
pattern‌‌is‌‌a‌‌case‌‌of‌‌pre-positioning‌‌(6).‌‌The‌‌single‌‌elements‌‌that‌‌either‌‌follow‌‌or‌‌precede‌‌the‌‌base‌‌                                 
are‌ ‌‘‌stranded‌’‌ ‌and‌ ‌from‌ ‌now‌ ‌on‌ ‌they‌ ‌will‌ ‌be‌ ‌colored‌ ‌in‌ ‌green.‌ ‌ 

‌ 
(5)‌ ‌Post-positioning‌ ‌with‌ ‌‌stranding‌ ‌ 

1‌-2-3-4‌ ‌(default,‌ ‌base‌ ‌under‌ ‌‌1‌)‌ ‌ 
4‌-‌1‌-2-3‌‌ ‌  
3‌-‌1‌-2-4‌ ‌ 
2‌-‌1‌-3-4‌‌ ‌  

‌ 
(6)‌ ‌Pre-positioning‌ ‌with‌ ‌‌stranding‌‌ ‌  

1-2-3-‌4‌‌ ‌(default,‌ ‌base‌ ‌under‌ ‌‌4‌)‌ ‌ 
1-2-‌4‌-‌3‌‌ ‌  
1-3-‌4‌-‌2‌‌ ‌  
2-3-‌4‌-‌1‌‌ ‌  

‌ 
In‌ ‌(5)‌ ‌and‌ ‌(6),‌ ‌the‌ ‌bigrams‌ ‌formed‌ ‌by‌ ‌the‌ ‌base‌ ‌and‌ ‌the‌ ‌stranded‌ ‌element‌ ‌violate‌ ‌the‌ ‌rules‌‌                                 
postulated‌ ‌in‌ ‌B‌ ‌but‌ ‌there‌ ‌is‌ ‌no‌ ‌way‌ ‌to‌ ‌repair‌ ‌these‌ ‌bigrams:‌‌a‌‌stranded‌‌element‌‌is‌‌trapped‌‌and‌‌                                   
cannot‌‌move.‌‌Stranded‌‌elements‌‌are‌‌therefore‌‌excluded‌‌from‌‌the‌‌n-gram‌‌analysis.‌‌Note‌‌also‌‌that‌‌                           
although‌ ‌the‌ ‌bigrams‌ ‌consisting‌ ‌of‌ ‌‘base‌ ‌+‌ ‌stranded‌ ‌element’‌ ‌in‌ ‌either‌ ‌order‌ ‌are‌‌not‌‌in‌‌accord‌‌                               
with‌‌the‌‌rules‌‌in‌‌B,‌‌the‌‌rest‌‌of‌‌the‌‌bigrams‌‌and‌‌trigrams‌‌all‌‌are‌‌well-formed.‌‌For‌‌example,‌‌in‌‌(5),‌‌                                     
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we‌‌have‌‌1-2-3‌‌(with‌‌stranding‌‌of‌‌4),‌‌1-2-4‌‌(with‌‌stranding‌‌of‌‌3),‌‌and‌‌1-3-4‌‌(with‌‌stranding‌‌of‌‌2).‌‌                                   
Likewise‌ ‌for‌ ‌(6):‌ ‌1-2-4‌ ‌(with‌ ‌stranding‌ ‌of‌ ‌3),‌ ‌1-3-4‌ ‌(with‌ ‌stranding‌ ‌of‌ ‌2),‌ ‌and‌ ‌2-3-4‌ ‌(with‌‌                               
stranding‌ ‌of‌ ‌1).‌ ‌ 

Now,‌ ‌since‌ ‌stranded‌ ‌elements‌ ‌move‌ ‌in‌ ‌a‌ ‌direction‌ ‌opposite‌‌to‌‌the‌‌derivational‌‌one,‌‌this‌‌                           
algorithm’s‌ ‌step‌ ‌(C)‌ ‌makes‌ ‌‌EteNGraM‌‌ ‌bidirectional,‌ ‌i.e.‌ ‌like‌ ‌BERT.‌ ‌ 

‌ 
D.‌ ‌‌Possible‌ ‌and‌ ‌impossible‌ ‌orders‌ ‌ 

All‌‌combinations‌‌of‌‌4‌‌elements‌‌are‌‌4!‌‌=‌‌1*2*3*4‌‌=‌‌24.‌‌If‌‌‌EteNGraM‌‌makes‌‌correct‌‌predictions‌‌                               
(properly‌ ‌reflects‌ ‌on‌‌the‌‌logic‌‌of‌‌how‌‌elements‌‌combine‌‌to‌‌form‌‌linear‌‌sequences‌‌in‌‌language),‌‌                             
of‌‌the‌‌24‌‌possible‌‌combinations‌‌only‌‌orders‌‌containing‌‌the‌‌bigrams‌‌and‌‌trigrams‌‌listed‌‌in‌‌B‌‌and‌‌                               
C‌ ‌above‌ ‌should‌ ‌exist‌ ‌in‌ ‌the‌ ‌languages‌ ‌of‌ ‌the‌‌world,‌‌while‌‌combinations‌‌of‌‌elements‌‌involving‌‌                             
bad‌ ‌bigrams‌ ‌and‌ ‌trigrams‌ ‌(such‌ ‌that‌ ‌violate‌ ‌the‌ ‌assumptions‌ ‌in‌ ‌B‌ ‌and‌ ‌C)‌ ‌should‌ ‌not‌ ‌exist.‌‌ ‌  
‌ 

E.‌‌ ‌‌Data‌ ‌clustering‌ ‌ 
Different‌ ‌distributions‌ ‌of‌ ‌the‌ ‌data‌ ‌reveal‌ ‌different‌ ‌facts‌ ‌(recall‌ ‌the‌ ‌way‌ ‌Gauss‌ ‌clustered‌ ‌the‌‌                           
numbers‌‌from‌‌1‌‌to‌‌100‌‌to‌‌find‌‌their‌‌sum).‌‌Thus,‌‌although‌‌Cinque‌‌structures‌‌the‌‌data‌‌as‌‌shown‌‌in‌‌                                   
(7),‌ ‌I‌ ‌will‌ ‌cluster‌ ‌the‌ ‌sequences‌ ‌around‌ ‌the‌ ‌opposition‌ ‌pre-positioning‌ ‌:‌ ‌post-positioning,‌ ‌(8)‌‌                         
through‌ ‌(12)‌ ‌in‌ ‌section‌ ‌4.‌ ‌ 
‌ 

(7)‌‌  Cinque’s‌ ‌clustering‌ ‌of‌ ‌the‌ ‌data‌ ‌in‌ ‌the‌ ‌verbal‌ ‌domain‌ ‌(the‌ ‌same‌ ‌for‌ ‌the‌ ‌nominal‌ ‌domain)‌ ‌ 
a.‌ ‌√‌ Mood‌ ‌Tns‌ ‌Asp‌ ‌‌V‌ ‌ ‌   
b.‌ ‌√‌‌  Mood‌ ‌Tns‌ ‌‌V‌‌ ‌Asp‌‌ ‌  
c.‌ ‌√‌‌  Mood‌ ‌‌V‌‌ ‌Tns‌ ‌Asp‌‌ ‌  
d.‌ ‌√‌ V‌‌ ‌Mood‌ ‌Tns‌ ‌Asp‌‌ ‌  
‌ 

e.‌ ‌(*)‌‌  Tns‌ ‌Mood‌ ‌Asp‌ ‌‌V‌‌ ‌  
f.‌ ‌(*)‌‌  Tns‌ ‌Mood‌ ‌‌V‌‌ ‌Asp‌ ‌ 
g.‌ ‌*‌  Tns‌ ‌‌V‌ ‌‌Mood‌ ‌Asp‌‌ ‌  
h.‌ ‌*‌  V‌‌ ‌Tns‌ ‌Mood‌ ‌Asp‌‌ ‌  
‌ 

i.‌ ‌(*)‌‌  Asp‌ ‌Mood‌ ‌Tns‌ ‌‌V‌‌ ‌  
l.‌ ‌(*)‌‌  Asp‌ ‌Mood‌ ‌‌V‌‌ ‌Tns‌‌ ‌  
m.‌ ‌√‌‌  Asp‌ ‌‌V‌‌ ‌Mood‌ ‌Tns‌‌ ‌  
n.‌ ‌√‌ V‌‌ ‌Asp‌ ‌Mood‌ ‌Tns‌‌ ‌  
‌ 

o.‌ ‌*‌  Mood‌ ‌Asp‌ ‌Tns‌‌ ‌V‌ ‌ 
p.‌ ‌√‌‌  Mood‌ ‌Asp‌ ‌‌V‌‌ ‌Tns‌ ‌ 
q.‌ ‌√‌ Mood‌ ‌‌V‌‌ ‌Asp‌ ‌Tns‌‌ ‌  
r.‌ ‌*‌‌  V‌ ‌‌Mood‌ ‌Asp‌ ‌Tns‌‌ ‌  
‌ 

s.‌ ‌*‌‌  Tns‌ ‌Asp‌ ‌Mood‌ ‌‌V‌‌ ‌  
t.‌ ‌√‌‌  Tns‌ ‌Asp‌ ‌‌V‌‌ ‌Mood‌‌ ‌  
u.‌ ‌√‌‌  Tns‌ ‌‌V‌‌ ‌Asp‌ ‌Mood‌‌ ‌  
v‌ ‌√‌ V‌‌ ‌Tns‌ ‌Asp‌ ‌Mood‌ ‌ 
‌ 
‌ 
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w.‌ ‌(*)‌‌  Asp‌ ‌Tns‌ ‌Mood‌ ‌‌V‌‌ ‌  
x.‌ ‌*‌  Asp‌ ‌Tns‌ ‌‌V‌‌ ‌Mood‌‌ ‌  
y.‌ ‌√‌‌  Asp‌ ‌‌V‌‌ ‌Tns‌ ‌Mood‌‌ ‌  
z.‌ ‌√‌ V‌‌ ‌Asp‌ ‌Tns‌ ‌Mood‌ ‌ ‌   

‌ 
There‌ ‌is‌ ‌no‌ ‌“j”‌ ‌because‌ ‌this‌ ‌letter‌ ‌is‌ ‌missing‌ ‌in‌ ‌the‌ ‌original‌ ‌text.‌ ‌The‌‌symbols‌‌after‌‌the‌‌letters‌‌                                   
mark‌ ‌existing‌ ‌“√”,‌ ‌non-existing‌ ‌“*”‌ ‌and‌ ‌spurious‌ ‌“(*)”‌ ‌patterns.‌‌ ‌  
‌ 
‌ 

4.‌ ‌Pre-training,‌ ‌fine-tuning‌ ‌and‌ ‌application‌ ‌of‌ ‌‌EteNGraM‌ ‌ 
‌ 

In‌‌this‌‌section,‌‌I‌‌pretrain‌‌‌EteNGraM‌‌with‌‌the‌‌existing‌‌and‌‌non-existing‌‌TAM‌‌orders‌‌from‌‌Cinque‌‌                             
(2014),‌ ‌then‌ ‌fine-tune‌ ‌the‌ ‌model‌ ‌and‌ ‌employ‌ ‌it‌ ‌for‌ ‌derivation‌ ‌of‌ ‌the‌ ‌Universal‌ ‌20‌ ‌and‌ ‌its‌‌                               
exceptions.‌‌ ‌  

As‌ ‌already‌ ‌mentioned,‌ ‌I‌ ‌will‌ ‌cluster‌ ‌the‌ ‌data‌ ‌around‌ ‌the‌ ‌opposition‌ ‌pre-positioning‌‌                       
(prefixation)‌ ‌:‌ ‌post-positioning‌ ‌(suffixation).‌ ‌Thus,‌ ‌there‌ ‌are‌ ‌two‌ ‌series‌ ‌of‌ ‌four-element‌‌                     
sequences,‌ ‌each‌ ‌starting‌ ‌with‌ ‌a‌ ‌default‌ ‌pattern‌‌of‌‌its‌‌own:‌‌the‌‌default‌‌pre-positioning‌‌pattern‌‌is‌‌                             
#1,‌ ‌while‌ ‌the‌ ‌default‌ ‌post-positioning‌ ‌pattern‌ ‌is‌ ‌#13.‌‌ ‌  
For‌ ‌ease‌ ‌of‌ ‌perception,‌ ‌the‌ ‌different‌ ‌types‌ ‌of‌ ‌bigrams‌ ‌and‌ ‌trigrams‌ ‌are‌ ‌colored‌ ‌as‌ ‌follows:‌ ‌ 

● Bigrams‌‌violating‌‌the‌‌principles‌‌in‌‌3B‌‌and‌‌3C‌‌are‌‌bad‌‌bigrams‌‌and‌‌are‌‌colored‌‌in‌‌‌red‌.‌‌A‌‌                                 
single‌ ‌bad‌ ‌bigram‌ ‌invalidates‌ ‌the‌ ‌whole‌ ‌sequence‌ ‌of‌ ‌four‌ ‌elements.‌ ‌ 

● Attested‌‌bad‌‌bigrams‌‌are‌‌in‌‌‌yellow‌,‌‌i.e.‌‌according‌‌to‌‌‌EteNGraM‌‌these‌‌bigrams‌‌should‌‌not‌‌                           
exist.‌ ‌Attested‌ ‌bad‌ ‌bigrams‌ ‌are‌ ‌instrumental‌ ‌for‌ ‌the‌ ‌fine-tuning‌ ‌of‌ ‌the‌ ‌model.‌‌ ‌  

● Hard‌‌to‌‌explain‌‌‌attested‌‌patterns‌‌are‌‌in‌‌‌cyan‌.‌‌Such‌‌patterns‌‌contain‌‌a‌‌trigram‌‌consisting‌‌of‌‌                             
two‌ ‌bad‌ ‌bigrams.‌ ‌Again,‌ ‌such‌ ‌patterns‌ ‌will‌ ‌help‌ ‌us‌ ‌fine-tune‌ ‌the‌ ‌model.‌‌ ‌  

● Stranded‌ ‌elements‌ ‌are‌ ‌in‌ ‌‌green‌;‌ ‌a‌ ‌stranded‌ ‌element‌ ‌does‌ ‌not‌ ‌have‌ ‌any‌ ‌impact‌ ‌on‌ ‌the‌‌                             
well-formedness‌ ‌of‌ ‌a‌ ‌four-element‌ ‌sequence.‌ ‌  

● Well-formed‌ ‌bigrams‌ ‌and‌ ‌trigrams‌ ‌(bigrams‌ ‌and‌ ‌trigrams‌ ‌derived‌ ‌according‌ ‌to‌ ‌the‌‌                     
principles‌ ‌in‌ ‌3B‌ ‌and‌ ‌3C)‌  ‌are‌ ‌uncoloured.‌ ‌ 

‌ 
4.1.‌ ‌Pre-training‌ ‌and‌ ‌fine-tuning‌ ‌of‌ ‌‌EteNGraM‌:‌ ‌Tns-Asp-Mood‌ ‌orders‌ ‌ 

‌ 
(8)‌‌  Pre-positioning,‌ ‌i.e.‌ ‌at‌ ‌least‌ ‌two‌ ‌elements‌ ‌precede‌ ‌the‌ ‌bolded‌ ‌base‌ ‌ 

Pre-positioning‌‌can‌‌be‌‌discussed‌‌as‌‌1-2-3-‌4‌,‌‌with‌‌the‌‌base‌‌under‌‌“4”,‌‌or‌‌as‌‌4-3-2-‌1‌,‌‌with‌‌                             
the‌‌base‌‌under‌‌“1”.‌‌As‌‌demonstrated‌‌in‌‌this‌‌example,‌‌both‌‌orders‌‌lead‌‌to‌‌the‌‌same‌‌result,‌‌                               
therefore‌‌I‌‌work‌‌only‌‌with‌‌the‌‌ascending‌‌order.‌‌The‌‌small‌‌letters‌‌following‌‌the‌‌numbering‌‌                           
here‌ ‌and‌ ‌in‌ ‌(9)‌ ‌are‌ ‌those‌ ‌from‌ ‌Cinque’s‌ ‌list‌ ‌in‌ ‌(7).‌ ‌ 

‌   
base‌ ‌under‌ ‌“4”‌ ‌   ‌base‌ ‌under‌ ‌“1”‌ ‌ 

              ‌(bad‌ ‌bigrams‌ ‌in‌ ‌descending‌ ‌order)‌     ‌(bad‌ ‌bigrams‌ ‌in‌ ‌ascending‌ ‌order)‌ ‌ 
1. a.‌ ‌√‌ Mood‌ ‌Tns‌ ‌Asp‌ ‌V‌ ‌  1-2-3-‌4‌‌  4-3-2-‌1‌ ‌ 
2. b.‌ ‌√‌‌  Mood‌ ‌Tns‌ ‌V‌ ‌Asp‌‌  1-2-‌4‌-‌3‌‌  4-3-‌1‌-‌2‌ ‌ 
3. p.‌ ‌√‌‌  Mood‌ ‌Asp‌ ‌V‌ ‌Tns‌ ‌  1-3-‌4‌-‌2‌‌  4-2-‌1‌-‌3‌ ‌ 
4. t.‌ ‌√‌‌  Tns‌ ‌Asp‌ ‌V‌ ‌Mood‌‌  2-3-‌4‌-‌1‌‌  3-2-‌1‌-‌4‌ ‌ 
5. e.‌ ‌(*)‌‌  Tns‌ ‌Mood‌‌ ‌Asp‌ ‌V‌‌  2-1‌-3-‌4‌ 3-4‌-2-‌1‌‌  ‌ 
6. f.‌ ‌(*)‌‌  Tns‌ ‌Mood‌‌ ‌V‌ ‌Asp‌‌  2-1‌-‌4‌-‌3‌ 3-4‌-‌1‌-‌2‌‌  ‌ 
7. i.‌ ‌(*)‌‌  Asp‌ ‌Mood‌‌ ‌Tns‌ ‌V‌‌  3-1‌-2-‌4‌ 2-4‌-3-‌1‌ ‌ 
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8. l.‌ ‌(*)‌‌  Asp‌ ‌Mood‌‌ ‌V‌ ‌Tns‌‌  3-1‌-‌4‌-‌2‌ 2-4‌-‌1‌-‌3‌ ‌ 
9. w.‌ ‌(*)‌‌  Asp‌ ‌Tns‌‌ ‌Mood‌ ‌V‌‌  3-2‌-1-‌4‌ 2-3‌-4-‌1‌‌  ‌ 
10. x.‌ ‌*‌  Asp‌ ‌Tns‌ ‌‌V‌ ‌Mood‌‌  3-2‌-‌4‌-‌1‌ 2-3‌-‌1‌-‌4‌‌  ‌ 
11. o.‌ ‌*‌  Mood‌ ‌‌Asp‌ ‌Tns‌ ‌‌V‌ 1-‌3-2‌-‌4‌ 4-‌2-3‌-‌1‌ ‌ 
12. s.‌ ‌*‌‌  Tns‌ ‌‌Asp‌ ‌Mood‌‌ ‌V‌‌  2-‌3-1‌-‌4‌ 3-‌2-4‌-‌1‌ ‌ 

‌ 
As‌ ‌can‌ ‌be‌‌seen‌‌from‌‌(8),‌‌in‌‌pre-positioning‌‌‌EteNGraM‌‌successfully‌‌derives‌‌existing‌‌orders‌‌and‌‌                           
bans‌ ‌non-existing‌ ‌and‌ ‌spurious‌ ‌patterns.‌ ‌ 
‌ 

(9)‌‌  Post-positioning,‌ ‌i.e.‌ ‌at‌ ‌least‌ ‌two‌ ‌elements‌ ‌follow‌ ‌the‌ ‌bolded‌ ‌base‌ ‌ 
13. z.‌ ‌√‌ V‌ ‌Asp‌ ‌Tns‌ ‌Mood‌ ‌  1‌-2-3-4‌ ‌ 
14. y.‌ ‌√‌‌  Asp‌ ‌V‌ ‌Tns‌ ‌Mood‌         ‌‌2‌-‌1‌-3-4‌‌ ‌  
15. u.‌ ‌√‌‌  Tns‌ ‌V‌ ‌Asp‌ ‌Mood‌         ‌‌3‌-‌1‌-2-4‌‌ ‌  
16. q.‌ ‌√‌ Mood‌ ‌V‌ ‌Asp‌ ‌Tns‌‌   ‌‌4‌-‌1‌-2-3‌‌ ‌  
17. n.‌ ‌√‌ V‌ ‌Asp‌ ‌‌Mood‌ ‌Tns‌‌   ‌‌1‌-2-‌4-3‌‌  ‌ 

18. m.‌ ‌√‌‌  Asp‌ ‌V‌ ‌‌Mood‌ ‌Tns‌‌         ‌‌2‌-‌1‌-‌4-3‌ ‌ 
19. c.‌ ‌√‌‌  Mood‌ ‌V‌ ‌‌Tns‌ ‌Asp‌‌   ‌‌4‌-‌1‌-‌3-2‌ ‌ 
20. v‌ ‌√‌ V‌ ‌‌Tns‌ ‌Asp‌‌ ‌Mood‌‌   ‌‌1‌-‌3-2‌-4‌ ‌ 
21. d.‌ ‌√‌ V‌ ‌‌Mood‌ ‌Tns‌ ‌Asp‌ ‌   ‌1‌-‌4-3-2‌ ‌ ‌   
22. h.‌ ‌*‌  V‌ ‌Tns‌ ‌‌Mood‌ ‌Asp‌‌   ‌‌1‌-3-‌4-2‌ ‌ 
23. g.‌ ‌*‌  Tns‌ ‌V‌ ‌‌Mood‌ ‌Asp‌  ‌‌3‌-‌1‌-‌4-2‌ ‌ 
24. r.‌ ‌*‌‌  V‌ ‌‌Mood‌ ‌Asp‌‌ ‌Tns‌         ‌‌1‌-‌4-2‌-3‌ ‌ ‌   

                                    ‌--------------------------------------------------‌ ‌ 
13‌ ‌attested‌ ‌patterns‌ ‌altogether‌ ‌(out‌ ‌of‌ ‌24)‌ ‌ 

‌  
In‌ ‌post-positioning‌ ‌(9),‌ ‌‌EteNGraM‌ ‌runs‌ ‌into‌ ‌trouble:‌ ‌sequences‌ ‌#17‌ ‌through‌ ‌#21‌ ‌(re-listed‌ ‌in‌‌                         
(10)‌ ‌for‌ ‌convenience)‌ ‌should‌ ‌not‌ ‌exist‌ ‌but‌ ‌they‌ ‌do.‌‌ ‌  
‌ 

(10)‌‌  Five‌ ‌false‌ ‌predictions,‌ ‌all‌ ‌with‌ ‌permutations‌ ‌of‌ ‌neighbor‌ ‌elements‌ ‌ 
13.‌ ‌z.‌ ‌√‌ V‌ ‌Asp‌ ‌Tns‌ ‌Mood‌ ‌   ‌‌1‌-2-3-4‌ ‌(default)‌ ‌ 
17.‌ ‌n.‌ ‌√‌ V‌ ‌Asp‌ ‌‌Mood‌ ‌Tns‌‌   ‌‌1‌-2-‌4-3‌‌  ‌ 

18.‌ ‌m.‌ ‌√‌‌  Asp‌ ‌V‌ ‌‌Mood‌ ‌Tns‌‌         ‌‌2‌-‌1‌-‌4-3‌ ‌ 
19.‌ ‌c.‌ ‌√‌‌  Mood‌ ‌V‌ ‌‌Tns‌ ‌Asp‌‌   ‌‌4‌-‌1‌-‌3-2‌ ‌ 
20.‌ ‌v‌ ‌√‌ V‌ ‌‌Tns‌ ‌Asp‌‌ ‌Mood‌‌   ‌‌1‌-‌3-2‌-4‌ ‌ 
21.‌ ‌d.‌ ‌√‌ V‌ ‌‌Mood‌ ‌Tns‌ ‌Asp‌ ‌   ‌1‌-‌4-3-2‌‌  ‌(2x‌ ‌permut.‌ ‌of‌ ‌-3-‌ ‌simultan.,‌ ‌‌4-3‌‌ ‌and‌ ‌‌3-2‌)‌ ‌ 

‌ 
Intriguingly,‌ ‌all‌ ‌false‌ ‌predictions‌ ‌have‌ ‌one‌ ‌thing‌ ‌in‌ ‌common:‌ ‌contain‌ ‌‌permutations‌ ‌of‌ ‌legal‌‌                         
bigrams‌ ‌of‌ ‌neighbor‌ ‌elements‌.‌ ‌#21‌ ‌exhibits‌ ‌‌two‌ ‌simultaneous‌ ‌permutations‌ ‌of‌ ‌-3-‌.‌‌ ‌  

Further‌ ‌scrutinizing‌ ‌(10),‌ ‌Tns‌ ‌(-3-),‌ ‌the‌ ‌middle‌ ‌element‌ ‌in‌ ‌the‌ ‌default‌ ‌post-positional‌‌                       
sequence‌‌of‌‌non-base‌‌elements,‌‌Asp-Tns-Mood,‌‌#13‌‌in‌‌(10),‌‌seems‌‌unfixed,‌‌in‌‌the‌‌sense‌‌that‌‌Tns‌‌                             
precedes‌‌and‌‌follows‌‌both‌‌Asp‌‌(-2-)‌‌and‌‌Mood‌‌(-4-),‌‌therefore‌ ‌2-3‌‌/‌‌3-2‌‌and‌‌3-4‌‌/‌‌4-3‌‌bigrams‌‌in‌‌                                     
attested‌ ‌patterns,‌ ‌including‌ ‌the‌ ‌pattern‌ ‌with‌ ‌two‌ ‌permutations,‌ ‌#21.‌ ‌Recall‌ ‌that‌ ‌Tns‌ ‌behaves‌‌                         
differently‌ ‌in‌ ‌pre-positioning‌ ‌and‌ ‌there‌ ‌are‌ ‌no‌ ‌permutations‌ ‌in‌ ‌(8).‌‌Cinque‌‌(2014:‌‌18)‌‌makes‌‌a‌‌                             
similar,‌‌but‌‌less‌‌powerful,‌‌observation:‌‌“As‌‌far‌‌as‌‌I‌‌have‌‌seen‌‌no‌‌reversals‌‌of‌‌Mood,‌‌Tense,‌‌and‌‌                                 
Aspect‌ ‌is‌ ‌attested‌ ‌with‌ ‌bona‌ ‌fide‌ ‌prefixes.‌ ‌Such‌ ‌orders‌ ‌thus‌ ‌seem‌ ‌not‌ ‌to‌ ‌represent‌ ‌genuine‌‌                             
counterexamples‌ ‌to‌ ‌the‌ ‌order‌ ‌of‌ ‌Merge:‌ ‌(speech‌ ‌act)‌ ‌Mood‌ ‌>‌ ‌Tense‌ ‌>‌ ‌Aspect.”‌‌ ‌  
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Now,‌‌it‌‌is‌‌obvious‌‌that‌‌‌EteNGraM‌‌needs‌‌fine-tuning‌‌and‌‌I‌‌will‌‌therefore‌‌add‌‌to‌‌the‌‌model‌                               
the‌ ‌bigrams‌‌3-2‌‌and‌‌4-3‌‌as‌‌well-formed‌‌in‌‌post-positioning.‌‌(Clearly,‌‌BERT’s‌‌fine-tuning‌‌is‌‌not‌‌                           
the‌ ‌same‌ ‌as‌ ‌that‌ ‌of‌ ‌EteNGraM‌ ‌‌here‌ ‌but‌ ‌the‌ ‌architectures‌ ‌of‌ ‌the‌ ‌two‌ ‌models‌ ‌also‌ ‌significantly‌‌                               
differ.)‌ ‌ 
‌ 

4.2.‌ ‌Employing‌ ‌‌EteNGraM‌‌ ‌for‌ ‌derivation‌ ‌of‌ ‌Universal‌ ‌20‌ ‌and‌ ‌its‌ ‌exceptions‌ ‌ 
The‌ ‌letters‌ ‌following‌ ‌the‌ ‌numbers‌ ‌in‌ ‌(11)‌ ‌and‌ ‌(12)‌‌are‌‌those‌‌from‌‌Cinque‌‌(2005,‌‌ex.‌‌(6))‌‌from‌‌                                 
where‌ ‌also‌ ‌the‌ ‌dataset‌ ‌was‌ ‌borrowed.‌ ‌ 

‌ 
(11)‌ ‌Pre-positioning,‌ ‌i.e.‌ ‌at‌ ‌least‌ ‌two‌ ‌elements‌ ‌precede‌ ‌the‌ ‌base‌ ‌‌4‌ ‌ 

1. a.‌ ‌√‌ Dem‌ ‌Num‌ ‌A‌  ‌N‌‌  1-2-3-‌4‌ ‌ 
2. b.‌ ‌√‌ Dem‌ ‌Num‌ ‌N‌ ‌A‌ 1-2-‌4‌-‌3‌‌ ‌  
3. n.‌ ‌√‌ Dem‌ ‌A‌ ‌N‌ ‌Num‌‌  1-3-‌4‌-‌2‌‌ ‌  
4. r.‌ ‌√‌ Num‌ ‌A‌ ‌N‌ ‌Dem‌‌  2-3-‌4‌-‌1‌‌ ‌  
5. e.‌ ‌*‌ Num‌ ‌Dem‌‌ ‌A‌ ‌N‌ 2-1‌-3-‌4‌ ‌ 
6. f.‌ ‌*‌ Num‌ ‌Dem‌‌ ‌N‌ ‌A‌ ‌  2-1‌-‌4‌-‌3‌ ‌ 
7. i.‌ ‌*‌ A‌ ‌Dem‌‌ ‌Num‌ ‌N‌ 3-1‌-2-‌4‌ ‌ 
8. j.‌ ‌*‌ A‌ ‌Dem‌‌ ‌N‌ ‌Num‌ 3-1‌-‌4‌-‌2‌ ‌ 
9. u.‌ ‌*‌ A‌ ‌Num‌‌ ‌Dem‌ ‌N‌‌  3-2‌-1-‌4‌ ‌ 
10. v.‌ ‌*‌ A‌ ‌Num‌‌ ‌N‌ ‌Dem‌ 3-2‌-4-‌1‌ ‌ 
11. m.‌ ‌*‌‌  Dem‌ ‌‌A‌ ‌Num‌‌ ‌N‌ 1-‌3-2‌-‌4‌ ‌ 
12. q.‌ ‌*‌ Num‌ ‌‌A‌ ‌Dem‌‌ ‌N‌‌  2-‌3-1‌-‌4‌ ‌ 

‌ 
(12)‌ ‌Post-positioning,‌ ‌i.e.‌ ‌at‌ ‌least‌ ‌two‌ ‌elements‌ ‌follow‌ ‌the‌ ‌base‌ ‌‌1‌ ‌ 

13. x.‌ ‌√‌ N‌ ‌A‌ ‌Num‌ ‌Dem‌ 1‌-2-3-4‌‌  ‌ 
14. w.‌ ‌√‌ A‌ ‌N‌ ‌Num‌ ‌Dem‌‌  2‌-‌1‌-3-4‌‌ ‌  
15. s.‌ ‌√‌ Num‌ ‌N‌ ‌A‌ ‌Dem‌‌  3‌-‌1‌-2-4‌‌ ‌  
16. o.‌ ‌√‌ Dem‌ ‌N‌ ‌A‌ ‌Num‌‌  4‌-‌1‌-2-3‌‌ ‌  
17. l.‌ ‌√‌ N‌ ‌A‌ ‌‌Dem‌ ‌Num‌‌  1‌-2-‌4-3‌ ‌ 
18. k.‌ ‌√‌ A‌ ‌N‌ ‌‌Dem‌ ‌Num‌‌  2‌-‌1‌-‌4-3‌ ‌ 
19. c.‌ ‌√‌ Dem‌ ‌N‌ ‌‌Num‌ ‌A‌‌  4‌-‌1‌-‌3-2‌ ‌ 
20. t.‌ ‌√‌ N‌ ‌‌Num‌ ‌A‌‌ ‌Dem‌‌  1‌-‌3-2‌-4‌ ‌  
21. d.‌ ‌√‌      ‌N‌ ‌‌Dem‌ ‌Num‌ ‌A‌ 1‌-‌4-3-2‌‌  ‌(2x‌ ‌permut.‌ ‌of‌ ‌3‌ ‌simultan.,‌ ‌‌4-3‌‌ ‌and‌ ‌‌3-2‌2‌)‌ ‌ 
22. g.‌ ‌*‌ Num‌ ‌N‌ ‌‌Dem‌ ‌A‌ 3‌-‌1‌-‌4-2‌‌  ‌ 
23. h.‌ ‌*‌ N‌ ‌Num‌ ‌‌Dem‌ ‌A‌‌  1‌-3-‌4-2‌ ‌ 
24. p.‌ ‌(*)‌ N‌ ‌‌Dem‌ ‌A‌‌ ‌Num‌‌  1‌-‌4-2‌-3‌3‌ ‌ 

2 ‌Cinque’s‌ ‌(2014)‌ ‌writes‌ ‌the‌‌following‌‌in‌‌his‌‌“Fn‌‌10:‌‌Greenberg‌‌(1963:87)‌‌states‌‌that‌‌N‌‌Dem‌‌Num‌‌A‌‌is‌‌‘‘[a]‌‌less‌‌                                         
popular‌‌alternative’’‌‌to‌‌N‌‌A‌‌Num‌‌Dem,‌‌citing‌‌Kikuyu‌‌as‌‌one‌‌example.‌‌Other‌‌languages‌‌that‌‌apparently‌‌display‌‌this‌                                   
order‌ ‌are‌ ‌Turkana,‌ ‌Rendille‌ ‌(Heine‌ ‌1981),‌ ‌Noni‌ ‌(Hyman‌ ‌1981:31),‌ ‌Nkore-Kiga‌ ‌(Lu‌ ‌1998:162n59,‌ ‌165),‌ ‌Abu‘‌‌                           
(Lynch‌ ‌1998:171),‌ ‌Arbore‌ ‌(Hayward‌ ‌1984:212),‌ ‌Bai‌ ‌and‌ ‌Moro‌‌(Dryer‌‌2003:20,‌‌43).‌‌It‌‌also‌‌appears‌‌as‌‌a‌‌possible‌‌                                 
alternative‌ ‌order‌ ‌in‌ ‌Romanian‌ ‌(Cornilescu‌ ‌1992:212);‌ ‌but‌ ‌see‌ ‌Cinque‌ ‌2004‌ ‌for‌ ‌discussion.”‌ ‌ 
3 ‌Cinque‌‌(2014)‌‌on‌‌this‌‌pattern:‌‌“‌Fn‌‌27:‌‌The‌‌literature‌‌known‌‌to‌‌me‌‌reports‌‌only‌‌three‌‌languages‌‌with‌‌this‌‌order:‌‌                                       
Pitjantjatjara‌ ‌(Bowe‌ ‌1990:111);‌ ‌Noni,‌ ‌which‌ ‌has‌ ‌(6d;‌ ‌21‌ ‌in‌ ‌our‌ ‌(12))‌ ‌(N‌‌Dem‌‌Num‌‌A)‌‌as‌‌its‌‌primary‌‌order‌‌                                     
(Rijkhoff‌ ‌2002:273);‌ ‌and‌ ‌Nkore-Kiga‌ ‌(Dryer‌ ‌2003:43),‌ ‌which‌ ‌also‌ ‌has‌ ‌(6d,‌ ‌21‌ ‌in‌ ‌our‌ ‌(9))‌ ‌as‌‌an‌‌alternative‌‌                                 
order‌ ‌(Lu‌ ‌1998:162n59,‌ ‌165).‌ ‌It‌ ‌is‌‌possible,‌‌thinking‌‌of‌‌its‌‌prevailing‌‌status‌‌as‌‌an‌‌alternative‌‌order,‌‌that‌‌this‌‌                                   
order‌‌is‌‌actually‌‌spurious‌‌(with‌‌A‌‌a‌‌reduced‌‌relative‌‌clause;‌‌see‌‌footnote‌‌2)‌‌and‌‌that‌‌such‌‌subextractions‌‌should‌‌                                   
be‌‌ruled‌‌out‌‌entirely.”‌‌The‌‌referred‌‌fn‌‌2‌‌is‌‌almost‌‌a‌‌page‌‌long‌‌and‌‌in‌‌its‌‌turn‌‌refers‌‌to‌‌fn‌‌23‌‌that‌‌is‌‌half‌‌a‌‌page.‌‌                                                   
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  --------------------------------------------------‌ ‌ 
13‌ ‌attested‌ ‌patterns‌ ‌altogether‌ ‌(out‌ ‌of‌ ‌24)‌ ‌ 

‌ 
Like‌ ‌in‌ ‌the‌ ‌verbal‌ ‌domain,‌ ‌there‌ ‌are‌ ‌13‌ ‌attested‌ ‌patterns‌ ‌altogether.‌ ‌The‌ ‌fine-tuned‌‌                         

EteNGraM‌‌now‌‌successfully‌‌predicts‌‌all‌‌patterns‌‌in‌‌pre-positioning‌‌(11)‌‌and‌‌in‌‌post-positioning‌‌                       
(12).‌ ‌Actually,‌ ‌the‌ ‌patterns‌ ‌are‌ ‌exactly‌‌the‌‌same‌‌as‌‌those‌‌in‌‌the‌‌verbal‌‌domain,‌‌to‌‌the‌‌detail:‌‌In‌‌                                   
post-positioning‌ ‌in‌ ‌the‌ ‌verbal‌ ‌domain,‌ ‌the‌ ‌middle‌ ‌element‌ ‌in‌ ‌the‌ ‌default‌‌sequence‌‌of‌‌non-base‌‌                           
elements,‌‌Asp-Tns-Mood,‌‌was‌‌unfixed;‌‌in‌‌the‌‌nominal‌‌domain,‌‌this‌‌element‌‌is‌‌Num,‌‌the‌‌default‌‌                           
sequence‌‌is‌‌A-Num-Dem.‌‌Num‌‌may‌‌precede‌‌and‌‌follow‌‌A‌‌and‌‌Dem‌‌and‌‌there‌‌are‌‌2-3‌‌/‌‌3-2‌‌and‌‌                                   
3-4‌‌/‌‌4-3‌‌bigrams‌‌in‌‌attested‌‌orders‌‌in‌‌(12),‌‌including‌‌the‌‌trigram‌‌in‌‌#21‌‌with‌‌two‌‌simultaneous‌‌                                 
permutations.‌‌ ‌  

In‌‌sum,‌‌after‌‌fine-tuning‌‌(allowance‌‌of‌‌permutations‌‌of‌‌bigrams‌‌of‌‌neighbor‌‌elements‌‌in‌‌                         
post-positioning),‌ ‌the‌ ‌bigrams‌ ‌and‌ ‌trigrams‌ ‌postulated‌ ‌by‌ ‌‌EteNGraM‌ ‌successfully‌ ‌derive‌ ‌all‌‌                     
attested‌‌TAM‌‌and‌‌Universal‌‌20‌‌patterns‌‌and‌‌ban‌‌the‌‌unattested‌‌and‌‌spurious‌‌patterns.‌‌There‌‌are‌‌                             
permutations‌ ‌of‌ ‌-3-‌ ‌with‌ ‌its‌ ‌neighbors‌ ‌postpositionally,‌ ‌thus‌ ‌2-3‌ ‌/‌ ‌3-2‌ ‌and‌ ‌3-4‌ ‌/‌ ‌4-3;‌ ‌these‌‌                               
permutations‌ ‌can‌ ‌happen‌ ‌simultaneously‌ ‌as‌ ‌well,‌ ‌giving‌ ‌the‌ ‌trigram‌‌4-3-2.‌‌The‌‌bigram‌‌4-2‌‌(of‌‌                           
non-neighbor‌ ‌elements)‌ ‌is‌ ‌the‌ ‌only‌ ‌bad‌ ‌bigram‌ ‌in‌ ‌post-position.‌ ‌ 

From‌ ‌a‌ ‌linguistic‌ ‌point‌ ‌of‌ ‌view,‌ ‌pre-positioning‌ ‌(prefixation)‌ ‌is‌ ‌regular,‌ ‌while‌‌                     
post-positioning‌ ‌(suffixation)‌ ‌allows‌ ‌permutation‌ ‌of‌‌the‌‌middle‌‌non-base‌‌element‌‌in‌‌the‌‌default‌‌                       
post-positional‌ ‌sequences,‌ ‌Tns‌ ‌in‌ ‌the‌ ‌verbal‌ ‌domain‌ ‌and‌ ‌Num‌ ‌in‌ ‌the‌ ‌nominal‌ ‌domain.‌ ‌The‌‌                           
bigrams‌‌Mood-Asp‌‌and‌‌Dem-A‌‌are‌‌the‌‌only‌‌bad‌‌bigrams‌‌in‌‌post-positioning‌‌(one‌‌bad‌‌bigram‌‌in‌‌                             
each‌ ‌domain).‌ ‌These‌ ‌two‌ ‌bigrams‌ ‌rule‌ ‌out‌ ‌all‌ ‌unattested‌ ‌combinations‌ ‌post-positionally‌ ‌in‌‌the‌‌                         
verbal‌‌and‌‌nominal‌‌domain.‌‌In‌‌pre-positioning‌‌the‌‌bad‌‌bigrams‌‌tend‌‌to‌‌be‌‌at‌‌the‌‌beginning‌‌of‌‌a‌‌                                 
sequence‌‌(6‌‌out‌‌of‌‌8‌‌cases).‌‌In‌‌post-positioning‌‌the‌‌bad‌‌bigram‌‌of‌‌a‌‌domain‌‌blocks‌‌3‌‌orders‌‌and‌‌                                   
is‌ ‌word-final‌ ‌in‌ ‌two‌ ‌of‌ ‌the‌ ‌cases.‌ ‌The‌ ‌verbal‌ ‌and‌ ‌the‌ ‌nominal‌ ‌domain‌ ‌are‌ ‌perfectly‌ ‌symmetrical.‌‌ ‌  

‌ 
‌ 

5.‌ ‌Fine-tuning‌ ‌or‌ ‌what‌ ‌a‌ ‌linguist‌ ‌should‌ ‌learn‌ ‌from‌ ‌‌EteNGraM‌‌ ‌  
‌ 

Permutation‌ ‌of‌ ‌neighbor‌ ‌elements‌ ‌is‌ ‌so‌ ‌frequent‌ ‌in‌ ‌the‌ ‌languages‌ ‌of‌ ‌the‌ ‌world‌‌((13)‌‌and‌‌(14))‌‌                               
that‌ ‌it‌ ‌was‌ ‌obvious‌ ‌that‌ ‌the‌ ‌model‌ ‌would‌ ‌need‌ ‌fine-tuning.‌ ‌I,‌ ‌however,‌ ‌decided‌ ‌to‌ ‌not‌‌                             
“pre-program”‌ ‌permutation‌ ‌in‌ ‌order‌ ‌to‌ ‌demonstrate‌ ‌a‌ ‌process‌ ‌similar‌ ‌to‌ ‌fine-tuning‌ ‌in‌ ‌NLP.‌‌ ‌  
‌ 

(13)‌ Yup’ik‌ ‌(Mithun‌ ‌1999:‌ ‌43)‌ ‌ 
yug-‌pag-cuar‌‌  yug-‌cuar-pag‌ ‌ 
person-big-little‌ person-little-big‌ ‌ 
‘little‌ ‌giant’‌ ‘big‌ ‌midget’‌ ‌ 

‌ 
‌ 
‌ 
‌ 
‌ 

There‌ ‌are‌ ‌many‌ ‌footnotes‌ ‌in‌ ‌Cinque‌ ‌(2005)‌ ‌and‌ ‌almost‌ ‌all‌ ‌are‌ ‌very‌ ‌long,‌ ‌I‌‌therefore‌‌refer‌‌the‌‌reader‌‌to‌‌the‌‌                                       
original‌ ‌text.‌‌ ‌  
‌ 
‌ 
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(14)‌ English‌‌ ‌  
(a) circular‌ ‌red‌‌ ‌patch‌4‌ ‌ 

red‌ ‌circular‌‌ ‌patch‌ ‌ 
‌ 

      ‌(b)‌I‌ ‌wrote‌ ‌‌a‌ ‌letter‌ ‌to‌ ‌him‌.‌ ‌ 
I‌ ‌wrote‌ ‌‌him‌ ‌a‌ ‌letter‌.‌‌ ‌  
‌ 

It‌ ‌should‌ ‌be‌ ‌mentioned‌ ‌here‌ ‌that‌ ‌the‌ ‌fact‌ ‌that‌ ‌the‌ ‌sequences‌ ‌we‌ ‌have‌ ‌modeled‌ ‌do‌ ‌not‌‌                               
exhibit‌ ‌permutation‌ ‌in‌ ‌prefixation‌ ‌does‌ ‌not‌ ‌mean‌ ‌that‌ ‌there‌ ‌does‌ ‌not‌ ‌exist‌ ‌a‌ ‌language‌ ‌with‌                             
permutations‌ ‌in‌ ‌prefixation,‌ ‌see‌ ‌e.g.‌ ‌Rice‌ ‌(1989,‌ ‌2000)‌ ‌for‌ ‌Athabaskan‌ ‌languages‌ ‌which‌ ‌are‌‌                         
prefixing.‌ ‌But‌ ‌perhaps‌ ‌the‌ ‌most‌ ‌striking‌ ‌case‌ ‌of‌ ‌prefix‌‌permutation‌‌reported‌‌in‌‌the‌‌literature‌‌is‌‌                             
Chinatang‌‌(Bickel‌‌et.‌‌al‌‌2007)‌‌where‌‌we‌‌find‌‌‌two‌‌permutations‌‌simultaneously‌‌in‌‌prefixation‌‌(cf.‌‌                           
#21‌ ‌in‌ ‌both‌ ‌(9)‌ ‌and‌ ‌(12)).‌‌ ‌  
‌ 

(15)‌ Chintang‌ ‌(Mulgãu)‌ ‌dialect‌ ‌(Bickel‌ ‌et.‌ ‌al‌ ‌2007,‌ ‌p.‌ ‌44;‌ ‌example‌ ‌clustering‌ ‌mine)‌ ‌ 
The‌ ‌abbreviations‌ ‌used‌ ‌in‌ ‌the‌ ‌glosses‌ ‌are‌ ‌as‌ ‌follows:‌ ‌‌NS‌‌ ‌nonsingular,‌ ‌‌A‌‌ ‌actor,‌ ‌‌P‌‌ ‌primary‌‌ 
object,‌ ‌‌NEG‌‌ ‌negative,‌ ‌‌PST‌‌ ‌past.‌ ‌ 
‌ 

(15.1)‌ Two‌ ‌permutations‌ ‌of‌‌ ‌‌-kha-‌ ‌ 
u-kha-ma-‌cop-yokt-e‌ ‌ 
3‌NS‌.A‌CTOR‌-‌1‌NS‌.P-‌NEG‌-see-‌NEG‌-‌PAST‌ ‌ 
ma-kha-u-‌cop-yokt-e‌ ‌ 
NEG‌-‌1‌NS‌.P‌-3‌NS‌.A‌-see-‌NEG‌-‌PST‌ ‌ 
‌ 

(15.2)‌‌  Two‌ ‌permutations‌ ‌of‌ ‌‌-ma-‌ ‌ 
u-ma-kha-‌cop-yokt-e‌ ‌ 
3‌NS‌.A-‌ ‌‌NEG‌-1‌NS‌.P‌-see-‌ ‌‌NEG‌-‌PST‌ ‌ 
kha-ma-u-‌cop-yokt-e‌ ‌ 
1‌NS‌.P‌-‌NEG‌-‌3‌NS‌.A‌-see-‌NEG‌-‌PST‌ ‌ 
‌ 

(15.3)‌‌  Two‌ ‌permutations‌ ‌of‌‌ ‌‌-u-‌ 
kha-u-ma-‌cop-yokt-e‌ ‌ 
1‌NS‌.P-‌3‌NS‌.A‌-‌NEG‌-see-‌ ‌‌NEG‌-‌PST‌ ‌ 
ma-u-kha-‌cop-yokt-e‌ ‌ 
NEG‌-‌3‌NS‌.A-‌1‌NS‌.P‌-‌see-‌NEG‌-‌PST‌ ‌ 

‌ 
All‌ ‌meaning:‌ ‌‘They‌ ‌didn’t‌ ‌see‌ ‌us.’‌ ‌ 

‌ 
If‌‌the‌‌first‌‌examples‌‌in‌‌(15.1),‌‌(15.2)‌‌and‌‌(15.3)‌‌are‌‌thought‌‌to‌‌represent‌‌the‌‌base‌‌cases‌‌(I‌‌do‌‌not‌‌                                     
claim‌ ‌that‌‌they‌‌are‌‌the‌‌base‌‌cases,‌‌I‌‌have‌‌never‌‌learned‌‌Chintang),‌‌the‌‌second‌‌examples‌‌exhibit‌‌                               
two‌ ‌permutations‌ ‌simultaneously‌ ‌of‌ ‌each‌ ‌of‌ ‌the‌ ‌three‌ ‌elements‌‌constituting‌‌these‌‌sequences‌‌of‌‌                         

4 ‌Larson‌ ‌(2021)‌ ‌proposes‌ ‌a‌ ‌revision‌ ‌of‌ ‌cartography‌ ‌and‌ ‌models‌ ‌the‌ ‌order‌ ‌of‌ ‌the‌ ‌English‌ ‌adjectives‌ ‌based‌ ‌on‌‌                                   
subjectivity‌ ‌(“salient,‌‌objective,‌‌factual‌‌properties‌‌of‌‌things‌‌vs.‌‌subjective‌‌properties”),‌‌the‌‌example‌‌in‌‌(14a)‌‌is‌‌from‌‌                               
this‌‌study.‌‌I‌‌cannot‌‌agree‌‌with‌‌Larson,‌‌I‌‌think‌‌that‌‌linguistic‌‌analyses‌‌should‌‌rely‌‌on‌‌steady‌‌formal‌‌orientation‌‌points,‌‌                                     
such‌ ‌as‌ ‌these‌ ‌proposed‌ ‌in‌ ‌the‌ ‌present‌ ‌study,‌‌and‌‌that‌‌pushing‌‌towards‌‌syntactic‌‌features‌‌based‌‌on‌‌“extralinguistic‌‌                                 
relations”‌ ‌such‌ ‌as‌ ‌subjectivity‌ ‌is‌ ‌a‌ ‌move‌ ‌in‌ ‌the‌ ‌wrong‌ ‌direction‌ ‌for‌ ‌theoretical‌ ‌linguistics.‌‌ ‌  
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prefixes.‌‌The‌‌relevant‌‌question‌‌is‌‌now:‌‌Why‌‌does‌‌Chintang‌‌have‌‌two‌‌simultaneous‌‌permutations‌‌                         
in‌ ‌prefixation,‌ ‌while‌ ‌the‌ ‌patterns‌ ‌we‌ ‌analyzed‌ ‌in‌ ‌section‌ ‌4‌ ‌do‌ ‌not.‌ ‌The‌ ‌answer‌ ‌seems‌ ‌to‌ ‌be:‌‌                                 
Tns-Asp-Mood‌ ‌and‌ ‌Universal‌ ‌20‌ ‌are‌ ‌prominent‌ ‌cross-linguistic‌ ‌patterns,‌ ‌while‌ ‌Chintang‌‌                   
represents‌ ‌a‌ ‌language-specific‌ ‌extreme‌ ‌case,‌ ‌cf.‌ ‌also‌ ‌the‌ ‌categories‌ ‌involved‌ ‌in‌ ‌prefix‌‌                       
permutation‌ ‌in‌ ‌Chintang.‌‌ ‌  
‌ 

It‌ ‌should‌ ‌also‌ ‌be‌ ‌mentioned‌‌that‌‌permutation‌‌seems‌‌quite‌‌common‌‌under‌‌stranding‌‌(see‌‌                         
(9)‌ ‌and‌ ‌(12)),‌ ‌the‌ ‌only‌ ‌restriction‌ ‌is‌ ‌that‌ ‌the‌ ‌permuting‌ ‌elements‌ ‌must‌ ‌be‌ ‌neighbors,‌ ‌i.e.‌ ‌the‌‌                               
difference‌‌in‌‌their‌‌numerical‌‌values‌‌cannot‌‌be‌‌>1.‌‌As‌‌explained‌‌in‌‌3C,‌‌the‌‌‌stranded‌‌element‌‌does‌‌                               
not‌ ‌violate‌ ‌the‌ ‌latter‌ ‌requirement‌ ‌because‌ ‌it‌ ‌is‌ ‌trapped‌ ‌and‌ ‌cannot‌ ‌move.‌ ‌ 
‌ 

(16)‌ ‌Stranding‌ ‌+‌ ‌permutation‌ ‌(post-positioning,‌ ‌bigramic‌ ‌derivation)‌ ‌ 
2‌-‌1‌-3-4‌ ‌→‌ ‌‌2‌-‌1‌-‌4-3‌‌   ‌(permutation‌ ‌of‌ ‌neighbor‌ ‌elements)‌ ‌ 
3‌-‌1‌-2-4‌ ‌→‌ ‌*‌3‌-‌1‌-‌4-2‌‌ ‌(bad‌ ‌bigram,‌ ‌permutation‌ ‌of‌ ‌non-neighbor‌ ‌elements)‌ 
4‌-‌1‌-2-3‌ ‌→‌ ‌‌4‌-‌1‌-‌3-2‌‌   ‌(permutation‌ ‌of‌ ‌neighbor‌ ‌elements)‌ ‌ 

‌ 
Recall‌ ‌that‌ ‌when‌ ‌I‌ ‌fine-tuned‌ ‌‌EteNGraM‌,‌ ‌I‌ ‌added‌ ‌the‌ ‌two‌ ‌bigrams,‌ ‌3-2‌ ‌and‌ ‌4-3,‌ ‌to‌ ‌the‌‌list‌‌of‌‌                                   
legal‌ ‌bigrams.‌ ‌ 
‌ 

In‌‌conclusion,‌‌although‌‌the‌‌fine-tuned‌‌‌EteNGram‌‌cannot‌‌account‌‌for‌‌Chintang‌‌(15)‌‌(and‌‌                       
other‌‌prefixing‌‌languages),‌‌I‌‌do‌‌not‌‌think‌‌that‌‌it‌‌needs‌‌further‌‌fine-tuning‌‌at‌‌this‌‌stage.‌‌There‌‌are‌‌                                 
many‌ ‌other‌ ‌prominent‌ ‌sequences‌ ‌in‌ ‌linguistics‌‌(default‌‌orders‌‌of‌‌elements‌‌that‌‌define‌‌language‌‌                         
linearly),‌ ‌one‌ ‌should‌ ‌first‌ ‌check‌ ‌the‌ ‌orders‌ ‌of‌ ‌elements‌ ‌in‌ ‌such‌ ‌sequences‌‌and‌‌only‌‌afterwards‌‌                             
turn‌ ‌to‌ ‌language-specific‌ ‌orders‌ ‌like‌ ‌those‌ ‌in‌ ‌Chintang,‌ ‌although‌ ‌if‌ ‌analyzed‌ ‌in‌ ‌terms‌ ‌of‌ ‌two‌‌                             
simultaneous‌‌permutations‌‌the‌‌prefix‌‌order‌‌in‌‌Chintang‌‌is‌‌no‌‌more‌‌exceptional.‌‌I‌‌suspect‌‌that‌‌the‌‌                             
order‌ ‌of‌ ‌elements‌ ‌in‌ ‌prominent‌ ‌sequences‌ ‌is‌ ‌reducible‌ ‌to‌ ‌a‌ ‌limited‌ ‌number‌ ‌of‌ ‌linear‌ ‌patterns,‌‌                             
similar‌‌to‌‌those‌‌I‌‌postulated‌‌for‌‌the‌‌TAM‌‌and‌‌Universal‌‌20‌‌orders.‌‌By‌‌contributing‌‌these‌‌patterns,‌‌                               
linguists‌ ‌can‌ ‌significantly‌ ‌facilitate‌ ‌the‌ ‌development‌ ‌of‌ ‌the‌ ‌next-generation‌ ‌deep-net‌ ‌NLP‌‌                     
architectures,‌ ‌in‌ ‌the‌ ‌sense‌ ‌that‌ ‌linguistic‌ ‌observations‌ ‌are‌ ‌expected‌ ‌to‌ ‌lead‌ ‌to‌ ‌reduction‌ ‌of‌ ‌the‌‌                             
number‌ ‌of‌ ‌layers,‌ ‌and‌ ‌especially‌ ‌the‌ ‌number‌ ‌of‌ ‌self-attention‌ ‌heads‌ ‌in‌ ‌a‌ ‌DNN,‌ ‌cf.‌ ‌BERT’s‌‌                             
architecture‌‌in‌‌section‌‌1.‌‌(On‌‌BERT’s‌‌self-attention,‌‌see‌‌Kovaleva‌‌et‌‌al.‌‌2019;‌‌Clark‌‌et‌‌al.‌‌2019‌‌                               
discuss‌‌the‌‌type‌‌of‌‌linguistic‌‌information‌‌BERT‌‌seems‌‌to‌‌pay‌‌attention‌‌to.)‌‌Overall,‌‌collection‌‌of‌‌                             
the‌ ‌combinatorial‌ ‌patterns‌ ‌of‌ ‌elements‌ ‌in‌ ‌prominent‌ ‌linear‌ ‌sequences‌ ‌seems‌ ‌a‌ ‌much‌ ‌more‌‌                         
realistic‌‌research‌‌scenario‌‌for‌‌linguists‌‌than‌‌the‌‌one‌‌proposed‌‌by‌‌Linzen‌‌and‌‌Baroni‌‌(2021).‌‌The‌‌                             
only‌ ‌problem‌‌I‌‌could‌‌see‌‌is‌‌how‌‌to‌‌avoid‌‌blurring‌‌the‌‌picture‌‌by‌‌language-particular‌‌patterns‌‌at‌‌                               
the‌ ‌initial‌ ‌phases‌ ‌of‌ ‌this‌ ‌research.‌‌ ‌  

‌ 
‌ 

6.‌ ‌Comparison‌ ‌of‌ ‌analyses‌ ‌ 
‌ 

Let‌ ‌us‌ ‌compare‌ ‌now‌ ‌the‌‌complexity‌‌of‌‌‌EteNGraM‌‌uniform‌‌analysis‌‌of‌‌the‌‌TAM‌‌and‌‌Universal‌‌                             
20‌‌orders‌‌(section‌‌4)‌‌with‌‌Cinque’s‌‌(2014)‌‌derivation‌‌of‌‌TAM‌‌patterns‌‌in‌‌(17),‌‌and‌‌with‌‌Cinque’s‌‌                               
(2005)‌ ‌derivation‌ ‌of‌ ‌Universal‌ ‌20‌ ‌in‌ ‌(18):‌ ‌ 
‌ 
‌ 

(17)‌ Derivation‌ ‌of‌ ‌TAM‌ ‌patterns‌‌  ‌(cited‌ ‌from‌ ‌Cinque‌ ‌2014)‌ ‌ 
a.‌ ‌Order‌ ‌of‌ ‌merge:‌ ‌[...[MoodP(speech‌ ‌act)‌ ‌Mood...[TensePTense...[AspPAspect‌ ‌[VPV]]]]]‌ ‌ 
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b.‌ ‌Parameters‌ ‌of‌ ‌movement:‌‌ ‌  
i)‌ ‌No‌ ‌movement,‌ ‌or‌‌ ‌  
ii)‌ ‌VP‌ ‌movement‌ ‌without‌ ‌pied-piping,‌ ‌or‌‌ ‌  
iii)‌ ‌VP‌ ‌movement‌ ‌plus‌ ‌pied-piping‌ ‌of‌ ‌the‌ ‌‌whose‌ ‌pictures-‌type,‌ ‌or‌‌ ‌  
iv)‌ ‌VP‌ ‌movement‌ ‌plus‌ ‌pied-piping‌ ‌of‌ ‌the‌‌ ‌pictures‌ ‌of‌ ‌who‌-type‌‌ ‌  
v)‌ ‌total‌ ‌vs.‌ ‌partial‌ ‌movement‌ ‌of‌ ‌the‌ ‌VP‌ ‌with‌ ‌or‌ ‌without‌ ‌pied-piping‌‌ ‌  
vi)‌ ‌obligatory‌ ‌vs.‌ ‌optional‌ ‌application‌ ‌of‌ ‌movement.‌‌ ‌  
vii)‌ ‌No‌ ‌movement‌ ‌of‌ ‌a‌ ‌phrase‌ ‌not‌ ‌containing‌ ‌the‌ ‌VP‌ ‌is‌ ‌possible‌ ‌(except‌ ‌for‌ ‌(focus)‌‌ ‌  
movements‌ ‌to‌ ‌the‌ ‌left‌ ‌of‌ ‌a‌ ‌second-position‌ ‌element).‌ ‌ 
‌ 

(18)‌‌  Derivation‌ ‌of‌ ‌Universal‌ ‌20‌ ‌patterns‌‌ ‌(cited‌ ‌from‌ ‌Cinque‌ ‌2005)‌ ‌ 
a.‌ ‌Merge‌ ‌order:‌ ‌[‌ ‌.‌ ‌.‌ ‌.‌ ‌[‌WP‌‌ ‌Dem‌ ‌.‌ ‌.‌ ‌.‌ ‌[‌XP‌‌ ‌Num‌ ‌.‌ ‌.‌ ‌.‌ ‌[‌YP‌‌ ‌A‌ ‌[‌NP‌ ‌‌N]]]]]‌ ‌ 
b.‌ ‌Parameters‌ ‌of‌ ‌movement:‌‌ ‌  
i.‌ ‌No‌ ‌movement‌ ‌(unmarked),‌ ‌or‌‌ ‌  
ii.‌ ‌Movement‌ ‌of‌ ‌NP‌ ‌plus‌ ‌pied-piping‌ ‌of‌ ‌the‌ ‌‌whose‌ ‌picture‌ ‌‌type‌ ‌(unmarked)‌ ‌or‌‌ ‌  
iii.‌ ‌Movement‌ ‌of‌ ‌NP‌ ‌without‌ ‌pied-piping‌ ‌(marked),‌ ‌or‌‌ ‌  
iv.‌ ‌Movement‌ ‌of‌ ‌NP‌ ‌plus‌ ‌pied-piping‌ ‌of‌ ‌the‌ ‌‌picture‌ ‌of‌ ‌who‌‌ ‌type‌ ‌(more‌ ‌marked‌ ‌still).‌ ‌ 
v.‌‌Total‌ ‌(unmarked)‌‌versus‌‌partial‌‌(marked)‌‌movement‌‌of‌‌NP‌‌with‌‌or‌‌without‌‌pied-piping‌‌(in‌‌other‌‌words,‌‌                               
NP‌ ‌raises‌ ‌all‌ ‌the‌ ‌way‌ ‌up,‌ ‌as‌ ‌in‌ ‌(d,l,p,t,x),‌ ‌or‌ ‌just‌ ‌partially,‌ ‌as‌ ‌in‌ ‌(b,c,k,n,o,r,s,w),‌ ‌around‌ ‌its‌ ‌modifiers).‌ ‌ 
vi.‌ ‌Neither‌ ‌head‌ ‌movement‌ ‌nor‌ ‌movement‌ ‌of‌ ‌a‌ ‌phrase‌ ‌not‌ ‌containing‌‌the‌‌(overt)‌‌NP‌‌is‌‌possible‌‌(except‌‌                                 
perhaps‌ ‌for‌ ‌focus-related‌ ‌movements‌ ‌of‌ ‌phrases‌ ‌to‌ ‌a‌ ‌DP-initial‌ ‌position)‌.‌‌ ‌  

‌ 
Note‌ ‌the‌ ‌different‌ ‌number‌ ‌of‌ ‌derivational‌ ‌steps‌‌in‌‌(17)‌‌and‌‌(18):‌‌seven‌‌(vii)‌‌steps‌‌in‌‌the‌‌verbal‌‌                                 
domain‌ ‌and‌ ‌only‌ ‌six‌ ‌(vi)‌ ‌in‌ ‌the‌ ‌nominal‌ ‌domain.‌ ‌Compare‌ ‌(17)‌ ‌and‌ ‌(18)‌ ‌with‌ ‌‌EteNGraM’‌s‌‌                             
uniform‌ ‌derivation‌ ‌of‌ ‌the‌ ‌TAM‌ ‌and‌ ‌Universal‌ ‌20‌ ‌orders‌ ‌in‌ ‌section‌ ‌4.‌ ‌ 

The‌‌long‌‌citations‌‌from‌‌Cinque‌‌(2014)‌‌and‌‌Cinque‌‌(2005)‌‌below‌‌are‌‌only‌‌for‌‌orientation.‌‌                           
The‌ ‌many‌ ‌footnotes‌ ‌referring‌ ‌to‌ ‌these‌ ‌citations‌ ‌in‌ ‌the‌ ‌original‌ ‌texts‌ ‌are‌ ‌deleted‌ ‌here.‌ ‌Readers‌‌                             
interested‌‌in‌‌Cinque’s‌‌exact‌‌explanations‌‌of‌‌the‌‌derivations‌‌of‌‌the‌‌TAM‌‌and‌‌Universal‌‌20‌‌orders,‌‌                             
should‌ ‌check‌ ‌Cinque‌ ‌(2014)‌ ‌and‌ ‌Cinque‌ ‌(2005),‌ ‌respectively.‌ ‌ 
‌ 

Cinque’s‌ ‌explanation‌ ‌of‌ ‌the‌ ‌attested‌ ‌TAM‌ ‌orders‌ ‌ 
As‌ ‌mentioned‌ ‌many‌ ‌times,‌ ‌my‌ ‌presentation‌ ‌of‌ ‌the‌ ‌data‌ ‌is‌ ‌based‌ ‌on‌ ‌pre-‌ ‌and‌‌                           

post-positioning,‌ ‌therefore‌ ‌Cinque’s‌ ‌alphabetic‌ ‌list‌ ‌in‌ ‌(7),‌ ‌is‌ ‌not‌ ‌sequential‌ ‌in‌ ‌(8)‌ ‌and‌ ‌(9).‌‌                           
Nevertheless,‌ ‌in‌ ‌(8)‌ ‌and‌ ‌(9)‌ ‌Cinque’s‌ ‌‌a‌ ‌corresponds‌ ‌to‌ ‌a,‌ ‌‌b‌‌to‌‌b,‌‌etc.,‌‌which‌‌also‌‌holds‌‌for‌‌the‌‌                                     
quotation‌ ‌below:‌ ‌ 

‌ 
  a‌‌ ‌is‌ ‌derived‌ ‌if‌ ‌nothing‌ ‌moves;‌‌ ‌  

b‌‌is‌‌derived‌‌if‌‌VP‌‌raises‌‌to‌‌a‌‌Spec‌‌between‌‌Tense‌‌and‌‌Aspect,‌‌with‌‌no‌‌further‌‌movement‌‌involved‌‌                                   
(Mood‌ ‌Tns‌ ‌VP‌k‌‌ ‌Asp‌ ‌t‌k‌);‌‌ ‌  

c‌‌is‌‌derived‌‌if‌‌the‌‌VP‌‌moves‌‌further‌‌to‌‌a‌‌Spec‌‌between‌‌Mood‌‌and‌‌Tense‌‌(Mood‌‌VP‌k‌ ‌Tns‌‌(t‌k‌)‌‌Asp‌‌                                       
t‌k‌);‌‌ ‌  

d‌‌ ‌is‌ ‌derived‌ ‌if‌ ‌the‌ ‌VP‌ ‌moves‌ ‌further‌ ‌to‌ ‌a‌ ‌Spec‌ ‌higher‌ ‌than‌ ‌Mood‌ ‌(VP‌k‌‌ ‌Mood‌ ‌(t‌k‌)‌ ‌Tns‌ ‌(t‌k‌)‌ ‌Asp‌ ‌t‌k‌);‌‌ ‌  
m‌‌is‌‌derived‌‌if‌‌VP‌‌moves‌‌to‌‌a‌‌Spec‌‌higher‌‌than‌‌Mood‌‌pied‌‌piping‌‌the‌‌projection‌‌dominating‌‌Asp‌‌                                   

([‌ ‌Asp‌ ‌VP]‌i‌‌ ‌Mood‌ ‌(t‌i‌)‌ ‌Tns‌ ‌t‌i‌);‌‌ ‌  
n‌‌is‌‌derived‌‌if‌‌VP‌‌raises‌‌to‌‌a‌‌Spec‌‌between‌‌Tense‌‌and‌‌Aspect,‌‌and‌‌then‌‌raises‌‌to‌‌a‌‌Spec‌‌higher‌‌than‌‌                                         

Mood‌ ‌pied‌ ‌piping‌ ‌the‌ ‌projection‌ ‌dominating‌ ‌it‌ ‌and‌ ‌Aspect‌ ‌([VP‌k‌‌ ‌Asp‌ ‌t‌k‌]‌i‌‌ ‌Mood‌ ‌(t‌i‌)‌ ‌Tns‌ ‌t‌i‌);‌‌ ‌  
p‌ ‌is‌ ‌derived‌ ‌if‌ ‌VP‌ ‌moves‌ ‌to‌ ‌a‌ ‌Spec‌ ‌between‌ ‌Mood‌ ‌and‌ ‌Tense‌ ‌pied‌ ‌piping‌ ‌the‌ ‌projection‌‌                                 

dominating‌ ‌Asp‌ ‌(Mood‌ ‌[Asp‌ ‌VP]‌i‌‌ ‌Tns‌ ‌t‌i‌);‌‌ ‌  
q‌‌is‌‌derived‌‌if‌‌VP‌‌raises‌‌to‌‌a‌‌Spec‌‌between‌‌Tense‌‌and‌‌Aspect,‌‌and‌‌then‌‌raises‌‌to‌‌a‌‌Spec‌‌between‌‌                                       

Mood‌ ‌and‌ ‌Tense‌ ‌pied‌ ‌piping‌ ‌the‌ ‌projection‌ ‌dominating‌ ‌it‌ ‌and‌ ‌Asp‌ ‌(Mood‌ ‌[VP‌k‌‌ ‌Asp‌ ‌t‌k‌‌ ‌]‌i‌‌ ‌Tns‌ ‌t‌i‌);‌‌ ‌  
t‌‌is‌‌derived‌‌if‌‌VP‌‌moves‌‌to‌‌a‌‌Spec‌‌higher‌‌than‌‌Mood‌‌pied‌‌piping‌‌the‌‌projection‌‌dominating‌‌Tense,‌‌                                   

Aspect‌ ‌and‌ ‌VP‌ ‌([Tns‌ ‌Asp‌ ‌VP]‌i‌‌ ‌Mood‌ ‌t‌i‌);‌‌ ‌  
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u‌‌is‌‌derived‌‌if‌‌VP‌‌raises‌‌to‌‌a‌‌Spec‌‌between‌‌Tense‌‌and‌‌Aspect,‌‌and‌‌then‌‌raises‌‌to‌‌a‌‌Spec‌‌higher‌‌than‌‌                                         
Mood‌ ‌pied‌ ‌piping‌ ‌the‌ ‌projection‌ ‌dominating‌ ‌Tense,‌ ‌VP‌ ‌and‌ ‌Aspect‌ ‌([Tns‌ ‌VP‌k‌‌ ‌Asp‌ ‌t‌k‌]‌i‌‌ ‌Mood‌ ‌t‌i‌);‌‌ ‌  

v‌‌is‌‌derived‌‌if‌‌VP‌‌raises‌‌to‌‌a‌‌Spec‌‌between‌‌Mood‌‌and‌‌Tense,‌‌and‌‌then‌‌raises‌‌to‌‌a‌‌Spec‌‌higher‌‌than‌‌                                         
Mood‌ ‌pied‌ ‌piping‌ ‌the‌ ‌projection‌ ‌dominating‌ ‌it,‌ ‌Tense‌ ‌and‌ ‌Aspect‌ ‌([VP‌k‌‌ ‌Tns‌ ‌(t‌k‌)‌ ‌Asp‌ ‌t‌k‌]‌i‌  ‌‌Mood‌ ‌t‌i‌);‌‌ ‌  

y‌ ‌is‌ ‌derived‌ ‌if‌ ‌VP‌ ‌moves‌ ‌to‌ ‌a‌ ‌Spec‌ ‌between‌ ‌Mood‌ ‌and‌ ‌Tense‌ ‌pied‌ ‌piping‌ ‌the‌ ‌projection‌‌                                 
dominating‌ ‌Aspect,‌ ‌and‌ ‌then‌ ‌raises‌ ‌to‌ ‌a‌ ‌Spec‌ ‌higher‌ ‌than‌ ‌Mood‌ ‌pied‌ ‌piping‌ ‌the‌ ‌projection‌ ‌dominating‌‌                               
Aspect,‌ ‌VP‌ ‌and‌ ‌Tense‌ ‌([[Asp‌ ‌VP]‌i‌‌ ‌Tns‌ ‌t‌i‌]‌j‌‌ ‌Mood‌ ‌t‌j‌]);‌‌ ‌  

z‌‌is‌‌derived‌‌if‌‌VP‌‌moves‌‌to‌‌a‌‌Spec‌‌between‌‌Tense‌‌and‌‌Aspect,‌‌then‌‌moves‌‌to‌‌to‌‌a‌‌Spec‌‌between‌‌                                       
Mood‌ ‌and‌ ‌Tense‌ ‌pied‌ ‌piping‌ ‌the‌ ‌projection‌‌dominating‌‌VP‌‌and‌‌Aspect,‌‌and‌‌then‌‌raises‌‌to‌‌a‌‌Spec‌‌higher‌‌                                   
than‌ ‌Mood‌ ‌pied‌ ‌piping‌ ‌the‌ ‌projection‌ ‌dominating‌ ‌it,‌ ‌Aspect‌ ‌and‌ ‌Tense‌ ‌([[[VP‌i‌‌ ‌Asp‌ ‌t‌i‌]‌j‌ ‌‌Tns‌ ‌t‌j‌]l‌ ‌Mood‌ ‌t‌l‌]).‌‌ ‌  

‌ 
Cinque‌ ‌(2014)‌ ‌does‌ ‌not‌ ‌provide‌ ‌any‌ ‌explanation‌ ‌of‌ ‌the‌ ‌unattested‌ ‌TAM‌ ‌orders.‌‌ ‌  
 
Cinque’s‌ ‌explanation‌ ‌of‌ ‌the‌ ‌Universal‌ ‌20‌ ‌patterns,‌ ‌attested‌ ‌and‌ ‌unattested‌‌ ‌  
In‌‌our‌‌(11)‌‌and‌‌(12),‌‌Cinque’s‌‌(2005)‌‌(a)‌‌corresponds‌‌to‌‌a,‌‌(b)‌‌to‌‌b,‌‌etc.‌‌In‌‌the‌‌quotation‌‌below,‌‌                                     
(18)‌ ‌is‌ ‌referred‌ ‌to‌ ‌many‌ ‌times,‌ ‌this‌ ‌is‌ ‌(18)‌ ‌‌Derivation‌ ‌of‌ ‌Universal‌ ‌20‌ ‌patterns‌ ‌(cited‌ ‌from‌‌                               
Cinque‌ ‌2005)‌ ‌in‌ ‌this‌ ‌section;‌ ‌(18)‌ ‌was‌ ‌inserted‌ ‌in‌ ‌the‌ ‌original‌ ‌text‌ ‌for‌ ‌reader’s‌ ‌convenience;‌‌                             
references‌ ‌to‌ ‌footnotes‌ ‌are‌ ‌deleted:‌ ‌ 
‌ 

(‌a‌)‌ ‌(Dem‌ ‌Num‌ ‌A‌ ‌N)‌ ‌is‌ ‌derived‌ ‌if‌ ‌nothing‌ ‌moves‌ ‌(18bi).‌ ‌(No‌ ‌marked‌ ‌option:‌ ‌very‌ ‌many‌‌                               
languages.)‌ ‌ 

(‌b‌)‌‌(Dem‌‌Num‌‌N‌‌A)‌‌is‌‌derived‌‌from‌‌Dem‌‌Num‌‌A‌‌N‌‌if‌‌NP‌‌raises‌‌one‌‌notch,‌‌around‌‌A,‌‌either‌‌with‌‌                                         
(vacuous)‌ ‌pied-piping‌ ‌of‌ ‌the‌ ‌‌whose‌ ‌picture‌ ‌type‌ ‌(18bii)‌ ‌(unmarked)‌ ‌or‌ ‌without‌ ‌pied-piping‌ ‌(18biii)‌‌                         
(marked).‌ ‌(Despite‌ ‌the‌ ‌markedness‌ ‌of‌ ‌partial‌ ‌movement,‌ ‌it‌ ‌includes‌ ‌the‌ ‌unmarked‌ ‌case‌ ‌of‌ ‌pied-piping:‌‌                           
many‌ ‌languages.)‌ ‌ 

(‌c‌)‌ ‌(Dem‌ ‌N‌ ‌Num‌ ‌A)‌ ‌is‌ ‌derived‌ ‌if‌ ‌NP‌ ‌moves‌ ‌two‌ ‌notches,‌ ‌around‌ ‌A‌ ‌and‌ ‌Num‌ ‌(i.e.,‌‌                                 
par-tially—marked‌‌option)‌‌without‌‌pied-piping‌‌((18biii)—marked‌‌option).‌‌(Two‌‌marked‌‌options:‌‌very‌‌few‌‌                     
languages.)‌ ‌ 

(‌d‌)‌‌(N‌‌Dem‌‌Num‌‌A)‌‌is‌‌derived‌‌if‌‌NP‌‌moves‌‌three‌‌notches,‌‌around‌‌A,‌‌Num,‌‌and‌‌Dem‌‌(i.e.,‌‌all‌‌the‌‌                                       
way‌ ‌up)‌ ‌without‌ ‌pied-piping‌ ‌((18biii):‌ ‌marked).‌ ‌(One‌ ‌marked‌ ‌option:‌ ‌few‌ ‌languages.)‌ ‌ 

(‌e‌)‌‌(Num‌‌Dem‌‌A‌‌N)‌‌cannot‌‌be‌‌derived‌‌through‌‌(18).‌‌NP‌‌has‌‌not‌‌moved,‌‌and‌‌the‌‌modifiers‌‌to‌‌its‌‌                                     
left‌ ‌are‌ ‌in‌ ‌the‌ ‌wrong‌ ‌Merge‌ ‌order‌ ‌(cf.‌ ‌(18a)).‌ ‌ 

(‌f‌)‌‌(Num‌‌Dem‌‌N‌‌A)‌‌cannot‌‌be‌‌derived‌‌through‌‌(18).‌‌Raising‌‌of‌‌NP‌‌without‌‌pied-piping‌‌implies‌‌a‌‌                                 
wrong‌ ‌Merge‌ ‌order‌ ‌of‌‌the‌‌modifiers‌‌(Num‌‌Dem‌‌A‌‌N)‌‌(see‌‌(18a)).‌‌Raising‌‌of‌‌NP‌‌with‌‌pied-piping‌‌of‌‌the‌‌                                     
picture‌‌of‌‌who‌‌type‌‌either‌‌of‌‌[Dem‌‌N]‌‌or‌‌of‌‌[Num‌‌Dem‌‌N]‌‌also‌‌implies‌‌a‌‌wrong‌‌Merge‌‌order‌‌(either‌‌Num‌‌                                         
A‌ ‌[Dem‌ ‌N]‌ ‌or‌ ‌A‌ ‌[Num‌ ‌Dem‌ ‌N]).‌ ‌ 

(‌g‌)‌ ‌(Num‌‌N‌‌Dem‌‌A)‌‌cannot‌‌be‌‌derived‌‌through‌‌(18).‌‌Raising‌‌of‌‌NP‌‌without‌‌pied-piping‌‌implies‌‌                               
that‌ ‌the‌ ‌Merge‌ ‌order‌ ‌is‌ ‌Num‌ ‌Dem‌ ‌A‌ ‌N,‌ ‌which‌ ‌is‌ ‌a‌ ‌wrong‌‌order.‌‌Raising‌‌of‌‌NP‌‌with‌‌pied-piping‌‌of‌‌the‌‌                                         
whose‌ ‌picture‌ ‌type‌ ‌again‌ ‌implies‌ ‌a‌ ‌wrong‌ ‌Merge‌ ‌order‌ ‌of‌ ‌the‌ ‌modifiers‌ ‌(Num‌ ‌A‌ ‌Dem‌ ‌N),‌ ‌with‌‌N‌‌first‌‌                                     
raising‌‌around‌‌Dem‌‌and‌‌[N‌‌Dem]‌‌then‌‌raising‌‌around‌‌A.‌‌Raising‌‌of‌‌NP‌‌with‌‌pied-piping‌‌of‌‌the‌‌‌picture‌‌of‌‌                                     
who‌ ‌type‌ ‌(raising‌ ‌of‌ ‌[Num‌ ‌N]‌ ‌two‌ ‌notches)‌ ‌also‌‌implies‌‌a‌‌wrong‌‌Merge‌‌order‌‌of‌‌the‌‌modifiers‌‌(Dem‌‌A‌‌                                     
Num‌ ‌N).‌ ‌ 

(‌h‌)‌‌(N‌‌Num‌‌Dem‌‌A)‌‌cannot‌‌be‌‌derived‌‌through‌‌(18).‌‌Raising‌‌of‌‌NP‌‌without‌‌pied-piping‌‌implies‌‌a‌‌                                 
wrong‌‌Merge‌‌order‌‌(Num‌‌Dem‌‌A‌‌N).‌‌Raising‌‌of‌‌NP‌‌with‌‌successive‌‌pied-pipings‌‌of‌‌the‌‌‌whose‌‌picture‌‌type‌‌                                   
also‌ ‌implies‌‌a‌‌wrong‌‌Merge‌‌order‌‌(A‌‌Dem‌‌Num‌‌N).‌‌Raising‌‌of‌‌NP‌‌without‌‌pied-piping‌‌around‌‌Dem‌‌and‌‌                                   
Num,‌ ‌followed‌ ‌by‌ ‌raising‌‌with‌‌pied-piping‌‌around‌‌A,‌‌would‌‌derive(6h),‌‌but,‌‌again,‌‌from‌‌a‌‌wrong‌‌Merge‌‌                               
order‌ ‌(A‌ ‌Num‌‌Dem‌‌N).‌‌(Similarly‌‌if‌‌NP‌‌were‌‌to‌‌move‌‌around‌‌Num‌‌and‌‌pied-pipe‌‌it‌‌to‌‌the‌‌left‌‌of‌‌A‌‌and‌‌                                           
then‌‌move‌‌on‌‌without‌‌further‌‌pied-pipings.‌‌TheMerge‌‌order‌‌in‌‌this‌‌case‌‌would‌‌be‌‌Dem‌‌A‌‌Num‌‌N—again,‌‌                                 
the‌ ‌wrong‌ ‌order.)‌ ‌ 

(‌i‌)‌‌(A‌‌Dem‌‌Num‌‌N)‌‌cannot‌‌be‌‌derived‌‌through‌‌(18).‌‌NP‌‌has‌‌not‌‌moved,‌‌and‌‌the‌‌modifiers‌‌to‌‌its‌‌                                     
left‌ ‌are‌ ‌in‌ ‌the‌ ‌wrong‌ ‌Merge‌ ‌order‌ ‌(see‌ ‌(18a)).‌ ‌ 

(‌j‌)‌ ‌(A‌ ‌Dem‌ ‌N‌ ‌Num)‌ ‌cannot‌ ‌be‌ ‌derived‌ ‌through‌ ‌(18).‌ ‌NP‌ ‌has‌ ‌moved‌ ‌one‌ ‌notch,‌ ‌but‌ ‌the‌ ‌two‌‌                                   
modifiers‌ ‌to‌ ‌its‌ ‌left‌ ‌are‌ ‌in‌ ‌the‌ ‌wrong‌‌Merge‌‌order‌‌(see‌‌(18a)).‌‌(j)‌‌could‌‌also‌‌arise‌‌via‌‌raising‌‌of‌‌NP‌‌with‌‌                                         
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pied-piping‌ ‌of‌ ‌the‌ ‌‌picture‌ ‌of‌ ‌who‌ ‌‌type‌ ‌of‌ ‌either‌ ‌Dem‌ ‌N‌ ‌or‌‌A‌‌Dem‌‌N‌‌around‌‌Num,‌‌but‌‌both‌‌derivations‌‌                                       
presuppose‌ ‌a‌ ‌wrong‌ ‌Merge‌ ‌order‌ ‌(A‌ ‌Num‌ ‌Dem‌ ‌N‌ ‌and‌ ‌Num‌ ‌A‌ ‌Dem‌ ‌N,‌ ‌respectively).‌ ‌ 

(‌k‌)‌ ‌(A‌ ‌N‌ ‌Dem‌ ‌Num)‌ ‌has‌ ‌a‌ ‌well-formed,‌ ‌though‌ ‌marked,‌ ‌derivation‌ ‌with‌ ‌raising‌ ‌of‌ ‌NP‌ ‌plus‌‌                               
pied-piping‌ ‌of‌ ‌the‌ ‌‌picture‌ ‌of‌ ‌who‌ ‌type‌ ‌of‌ ‌the‌ ‌lowest‌ ‌modifier‌ ‌(A),‌ ‌followed‌ ‌by‌‌raising‌‌of‌‌[A‌‌N]without‌‌                                   
pied-piping‌ ‌around‌ ‌both‌ ‌Num‌ ‌and‌ ‌Dem.‌ ‌(Two‌ ‌marked‌ ‌options:‌ ‌very‌ ‌few‌ ‌languages.)‌ ‌ 

(‌l‌)‌ ‌(N‌ ‌A‌ ‌Dem‌ ‌Num)‌‌has‌‌a‌‌derivation‌‌in‌‌which‌‌NP‌‌raises‌‌past‌‌A,‌‌followed‌‌by‌‌pied-piping‌‌of‌‌the‌‌                                     
whose‌‌picture‌‌‌type‌‌‌past‌‌Num,‌‌followed‌‌by‌‌raising‌‌of‌‌[N‌‌A]‌‌without‌‌pied-piping‌‌(marked)‌‌past‌‌Dem.‌‌(One‌‌                                 
marked‌ ‌option:‌ ‌few‌ ‌languages.)‌ ‌ 

(‌m‌)‌‌(Dem‌‌A‌‌Num‌‌N)‌‌cannot‌‌be‌‌derived‌‌through‌‌(18).‌‌NP‌‌has‌‌not‌‌moved,‌‌and‌‌the‌‌modifiers‌‌to‌‌its‌‌                                     
left‌ ‌are‌ ‌in‌ ‌the‌ ‌wrong‌ ‌Merge‌ ‌order‌ ‌(see‌ ‌(18a)).‌‌ ‌  

(‌n‌)‌‌(Dem‌‌A‌‌N‌‌Num)‌‌has‌‌a‌‌derivation‌‌with‌‌partial‌‌(marked)‌‌raising‌‌of‌‌NP‌‌plus‌‌pied-piping‌‌of‌‌the‌‌                                   
picture‌ ‌of‌ ‌who‌ ‌‌type‌ ‌of‌ ‌[A‌ ‌N]‌ ‌(marked)‌ ‌around‌ ‌Num.‌ ‌(Two‌ ‌marked‌ ‌options:‌ ‌very‌ ‌few‌ ‌languages.)‌ ‌ 

(‌o‌)‌ ‌(Dem‌ ‌N‌ ‌A‌ ‌Num)‌ ‌has‌ ‌a‌ ‌derivation‌ ‌from‌ ‌(18a)‌‌involving‌‌partial‌‌(marked)‌‌raising‌‌of‌‌NP‌‌plus‌‌                                 
pied-piping‌‌of‌‌the‌‌‌whose‌‌picture‌‌type,‌‌vacuously,‌‌and‌‌non‌‌vacuously‌‌(of‌‌[N‌‌A])‌‌around‌‌Num.‌‌(One‌‌marked‌‌                                 
option:‌ ‌many‌ ‌languages.)‌ ‌ 

(‌p‌)‌‌(N‌‌Dem‌‌A‌‌Num),‌‌if‌‌genuine‌‌(see‌‌our‌‌footnote‌‌2),‌‌may‌‌be‌‌especially‌‌marked,‌‌as‌‌its‌‌derivation‌‌                                   
from‌ ‌(10a)‌ ‌would‌ ‌seem‌ ‌to‌ ‌involve‌ ‌raising‌ ‌of‌ ‌NP‌ ‌with‌‌successive‌‌pied-pipings‌‌of‌‌the‌‌‌whose‌‌picture‌‌type‌‌                                 
around‌ ‌A‌ ‌and‌ ‌Num‌ ‌(alternatively,‌ ‌a‌ ‌single‌‌raising‌‌of‌‌the‌‌‌picture‌‌of‌‌who‌‌type‌‌of‌‌[A‌‌N]‌‌around‌‌Num)‌‌and‌‌                                       
then‌ ‌extraction‌ ‌of‌ ‌the‌ ‌sole‌ ‌NP‌ ‌around‌ ‌Dem.‌ ‌ 

(‌q‌)‌‌(Num‌‌A‌‌Dem‌‌N)‌‌cannot‌‌be‌‌derived‌‌through‌‌(18).‌‌NP‌‌has‌‌not‌‌moved,‌‌and‌‌the‌‌modifiers‌‌to‌‌its‌‌                                     
left‌ ‌are‌ ‌in‌ ‌the‌ ‌wrong‌ ‌Merge‌ ‌order‌ ‌(see‌ ‌(18a)).‌ ‌ 

(‌r‌)‌‌(Num‌‌A‌‌N‌‌Dem)‌‌has‌‌a‌‌derivation‌‌with‌‌partial‌‌(marked)‌‌raising‌‌of‌‌NP‌‌plus‌‌pied-piping‌‌of‌‌the‌‌                                   
picture‌ ‌of‌ ‌who‌ ‌type‌ ‌of‌ ‌A‌‌and‌‌Num‌‌([Num‌‌A‌‌N])‌‌(marked)‌‌around‌‌Dem.‌‌(Two‌‌marked‌‌options:‌‌very‌‌few‌‌                                     
languages.)‌ ‌ 

(‌s‌)‌‌(Num‌‌N‌‌A‌‌Dem)‌‌has‌‌a‌‌derivation‌‌with‌‌partial‌‌(marked)‌‌raising‌‌of‌‌NP‌‌around‌‌A,‌‌followed‌‌by‌‌                                   
raising‌ ‌plus‌ ‌pied-piping‌ ‌of‌ ‌the‌ ‌‌picture‌ ‌of‌ ‌who‌ ‌type‌ ‌of‌ ‌[Num‌ ‌N‌ ‌A]‌ ‌(marked)‌‌around‌‌Dem.‌‌(Two‌‌marked‌‌                                   
options:‌ ‌few‌ ‌languages.)‌ ‌ 

(‌t‌)‌‌(N‌‌Num‌‌A‌‌Dem)‌‌has‌‌a‌‌derivation‌‌with‌‌raising‌‌of‌‌NP‌‌without‌‌pied-piping‌‌around‌‌A‌‌and‌‌Num‌‌                                   
(marked),‌‌followed‌‌by‌‌raising‌‌plus‌‌pied-piping‌‌of‌‌the‌‌‌whose‌‌picture‌‌type‌‌of‌‌[N‌‌Num‌‌A]‌‌around‌‌Dem.‌‌(One‌‌                                   
marked‌ ‌option:‌ ‌few‌ ‌languages.)‌ ‌ 

(‌u‌)‌‌(A‌‌Num‌‌Dem‌‌N)‌‌cannot‌‌be‌‌derived‌‌through‌‌(18).‌‌NP‌‌has‌‌not‌‌moved,‌‌and‌‌the‌‌modifiers‌‌to‌‌its‌‌                                     
left‌ ‌are‌ ‌in‌ ‌the‌ ‌wrong‌ ‌Merge‌ ‌order‌ ‌(see‌ ‌(18a)).‌ ‌ 

(‌v‌)‌‌(A‌‌Num‌‌N‌‌Dem)‌‌cannot‌‌be‌‌derived‌‌through‌‌(18).‌‌Raising‌‌of‌‌NP‌‌without‌‌pied-piping‌‌implies‌‌a‌‌                                 
wrong‌ ‌Merge‌ ‌order‌ ‌of‌‌the‌‌modifiers‌‌(A‌‌Num‌‌Dem‌‌N)‌‌(see‌‌(18a)).‌‌Raising‌‌of‌‌NP‌‌with‌‌pied-piping‌‌of‌‌the‌‌                                     
picture‌‌of‌‌who‌‌type‌‌either‌‌of‌‌[Num‌‌N]‌‌or‌‌of‌‌[A‌‌Num‌‌N]‌‌also‌‌implies‌‌a‌‌wrong‌‌Merge‌‌order‌‌(either‌‌A‌‌Dem‌‌                                           
[Num‌ ‌N]‌ ‌or‌ ‌Dem‌ ‌[A‌ ‌Num‌ ‌N]).‌ ‌ 

(‌w‌)‌‌(A‌‌N‌‌Num‌‌Dem)‌‌has‌‌a‌‌derivation‌‌from‌‌(18a)‌‌with‌‌raising‌‌of‌‌NP‌‌plus‌‌pied-piping‌‌of‌‌the‌‌‌picture‌‌                                     
of‌ ‌who‌ ‌type‌ ‌of‌ ‌A‌ ‌around‌ ‌Num‌ ‌(marked),‌ ‌followed‌ ‌by‌‌raising‌‌of‌‌[A‌‌N‌‌Num]‌‌around‌‌Dem.‌‌(One‌‌marked‌‌                                     
option:‌ ‌few‌ ‌languages.)‌ ‌ 

(‌x‌)‌ ‌(N‌ ‌A‌ ‌Num‌ ‌Dem)‌ ‌has‌ ‌a‌ ‌derivation‌ ‌from‌ ‌(18a)‌ ‌involving‌ ‌raising‌ ‌of‌ ‌NP‌ ‌with‌‌                             
successivepied-pipings‌ ‌of‌ ‌the‌ ‌‌whose‌ ‌picture‌‌ ‌type‌ ‌all‌ ‌the‌ ‌way‌ ‌up.‌ ‌(No‌ ‌marked‌ ‌option:‌ ‌very‌ ‌many‌ ‌languages.)‌ ‌ 

The‌ ‌fact‌ ‌that‌ ‌all‌ ‌N-final‌ ‌orders‌ ‌that‌ ‌do‌ ‌not‌ ‌respect‌ ‌the‌ ‌order‌ ‌Dem‌ ‌Num‌ ‌A‌ ‌((e),‌ ‌Num‌ ‌Dem‌ ‌A‌ ‌N;‌ ‌(i),‌ ‌ 
A‌‌Dem‌‌Num‌‌N;‌‌(m),‌‌Dem‌‌A‌‌Num‌‌N;‌‌(u),‌‌A‌‌Num‌‌Dem‌‌N)‌‌are‌‌very‌‌clearly‌‌unattested‌‌can‌‌indeed‌‌be‌‌taken‌‌                                           
to‌‌indicate‌‌that‌‌it‌‌is‌‌the‌‌raising‌‌of‌‌NP‌‌(or‌‌of‌‌an‌‌XP‌‌containing‌‌it)‌‌that‌‌is‌‌responsible‌‌for‌‌word‌‌order‌‌variation‌‌                                           
within‌ ‌the‌ ‌DP‌ ‌(perhaps,‌ ‌more‌ ‌generally,‌ ‌that‌ ‌it‌ ‌is‌ ‌the‌ ‌raising‌ ‌of‌ ‌the‌ ‌lexical‌ ‌part‌ ‌of‌ ‌a‌ ‌phrase‌ ‌that‌ ‌is‌‌                                       
responsible‌ ‌for‌ ‌word‌ ‌order‌ ‌variation‌ ‌within‌ ‌its‌ ‌‘‘extended‌ ‌projection’’).‌ ‌ 
‌ 

Since‌ ‌my‌ ‌goal‌ ‌has‌ ‌not‌ ‌been‌‌to‌‌(re-)formulate‌‌a‌‌theory‌‌but‌‌to‌‌check‌‌whether‌‌it‌‌is‌‌possible‌‌to‌‌do‌‌                                     
NLP‌‌without‌‌grammar‌‌and‌‌to‌‌solve‌‌a‌‌linguistic‌‌problem‌‌in‌‌the‌‌simplest‌‌possible‌‌way,‌‌I‌‌will‌‌not‌‌                                 
provide‌ ‌a‌ ‌critical‌ ‌analysis‌ ‌of‌ ‌Cinque’s‌ ‌derivations.‌ ‌Moreover,‌ ‌there‌ ‌are‌ ‌many‌ ‌alternative‌‌                       
explanations‌ ‌of‌ ‌Greenberg’s‌ ‌Universal‌ ‌20‌ ‌(and‌ ‌Cinque’s‌ ‌analysis):‌‌ ‌  

1) Dryer‌ ‌(2006)‌ ‌proposes‌ ‌an‌ ‌analysis‌ ‌in‌ ‌terms‌ ‌of‌ ‌general‌ ‌principles‌ ‌of‌ ‌symmetry‌ ‌and‌‌                         
harmony;‌‌ ‌  

16‌ ‌ 



2) Abels‌‌&‌‌Neeleman’s‌‌(2009)‌‌analysis‌‌is‌‌based‌‌on‌‌Kayne's‌‌(1994)‌‌Linear‌‌Correspondence‌‌                       
Axiom;‌‌ ‌  

3) Cysouw‌‌(2010)‌‌speaks‌‌of‌‌observable‌‌preferences‌‌for‌‌head‌‌positions:‌‌“noun‌‌and‌‌adjective‌‌                       
tend‌‌to‌‌occur‌‌together,‌‌nouns‌‌and‌‌demonstratives‌‌prefer‌‌to‌‌occur‌‌at‌‌the‌‌phrase‌‌boundary,‌‌                           
and‌ ‌noun-adjective‌ ‌order‌ ‌is‌ ‌slightly‌ ‌more‌ ‌frequent‌ ‌than‌ ‌adjective-noun‌ ‌order”‌ ‌(This‌‌                     
analysis‌‌is‌‌positional‌‌and‌‌focuses‌‌on‌‌the‌‌linear‌‌order‌‌of‌‌elements,‌‌i.e.‌‌it‌‌is‌‌in‌‌accord‌‌with‌‌                                 
EteNGraM‌ ‌but‌ ‌its‌ ‌predictions‌ ‌are‌ ‌less‌ ‌powerful‌ ‌than‌ ‌‌EteNGraM‌’s‌ ‌and,‌ ‌consequently,‌‌                     
Cysouw‌ ‌pleads‌ ‌for‌ ‌probabilistic‌ ‌modeling‌ ‌of‌ ‌linguistic‌ ‌diversity,‌ ‌while‌ ‌‌EteNGram‌‌                   
classifies‌ ‌in‌ ‌terms‌ ‌of‌ ‌possible‌ ‌and‌ ‌impossible‌ ‌patterns);‌‌ ‌  

4) Steddy‌‌&‌‌Samek-Lodovici‌‌(2011)‌‌propose‌‌a‌‌solution‌‌in‌‌terms‌‌of‌‌four‌‌Optimality‌‌Theory‌‌                         
constraints‌ ‌requiring‌ ‌leftward‌ ‌alignment‌ ‌of‌ ‌the‌ ‌items‌ ‌involved;‌‌ ‌  

5) Steedman‌ ‌(2011)‌ ‌speaks‌ ‌of‌ ‌primitive‌ ‌operations‌ ‌of‌ ‌combinatory‌ ‌categorial‌ ‌grammars;‌ ‌ 
6) Culbertson‌‌&‌‌Adger‌‌(2014)‌‌see‌‌Universal‌‌20‌‌as‌‌possibly‌‌reflecting‌‌a‌‌deep‌‌property‌‌of‌‌the‌‌                             

human‌ ‌cognitive‌ ‌system:‌ ‌“noun‌ ‌phrase‌ ‌structure‌ ‌is‌ ‌likely‌ ‌represented‌ ‌not‌ ‌primarily‌ ‌in‌‌                       
terms‌ ‌of‌ ‌linear‌ ‌order,‌ ‌but‌ ‌rather‌ ‌in‌ ‌terms‌ ‌of‌ ‌hierarchical‌ ‌relations‌ ‌encoding‌ ‌semantic‌‌                         
scope.”‌‌ ‌  

7) Merlo‌ ‌(2015)‌ ‌and‌ ‌Merlo‌ ‌&‌ ‌Ouwayda‌ ‌(2018)‌ ‌model‌ ‌Universal‌ ‌20‌ ‌in‌ ‌terms‌ ‌of‌ ‌different‌‌                           
types‌ ‌of‌ ‌syntactic‌ ‌movement.‌‌ ‌  

‌ 
Evaluating‌‌all‌‌these‌‌proposals‌‌is‌‌outside‌‌the‌‌scope‌‌of‌‌this‌‌study.‌‌Nevertheless,‌‌it‌‌is‌‌safe‌‌to‌‌                               

say‌ ‌that‌ ‌all‌ ‌linguistics‌ ‌solutions‌ ‌to‌ ‌Universal‌ ‌20‌‌are‌‌syntactic‌‌in‌‌nature,‌‌in‌‌one‌‌way‌‌or‌‌another;‌‌                                 
they‌ ‌are‌ ‌thus‌ ‌more‌ ‌complex‌ ‌than‌ ‌the‌ ‌bigram-‌ ‌and‌ ‌trigram-based‌ ‌‌EteNGraM‌.‌‌ ‌  

It‌ ‌should‌ ‌also‌ ‌be‌ ‌mentioned‌ ‌here‌ ‌that‌ ‌solutions‌ ‌involving‌ ‌syntactic‌ ‌trees‌ ‌are‌ ‌hard‌ ‌to‌‌                           
understand‌ ‌by‌ ‌computer‌ ‌scientists‌ ‌which‌ ‌could‌ ‌be‌ ‌one‌ ‌of‌ ‌the‌ ‌reasons‌ ‌why‌ ‌syntactic‌ ‌trees‌ ‌are‌‌                             
disperefered‌ ‌in‌ ‌NLP‌ ‌research.‌ ‌I‌ ‌will‌ ‌only‌ ‌outline‌ ‌the‌ ‌issue,‌ ‌a‌ ‌detailed‌ ‌discussion‌ ‌of‌ ‌trees‌ ‌and‌‌                               
templates‌ ‌in‌ ‌CS‌ ‌and‌ ‌in‌ ‌linguistics‌ ‌in‌ ‌Manova‌ ‌(ms.).‌ ‌ 

A‌ ‌computer‌ ‌works‌ ‌with‌ ‌templatically‌ ‌organized‌ ‌sequences‌ ‌of‌ ‌zeros‌ ‌and‌ ‌ones,‌ ‌i.e.‌‌                       
everything‌‌(including‌‌all‌‌types‌‌of‌‌data‌‌structures,‌‌hierarchical‌‌and‌‌nonhierarchical‌‌alike)‌‌ends‌‌up‌‌                         
as‌ ‌a‌ ‌linear‌ ‌sequence‌ ‌of‌ ‌zeros‌ ‌and‌ ‌ones.‌ ‌Templates‌ ‌are‌ ‌sequences‌‌of‌‌e.g.‌‌16,‌‌32‌‌or‌‌64‌‌positions‌‌                                   
(bits)‌ ‌and‌ ‌every‌ ‌position‌ ‌has‌ ‌a‌ ‌specific‌ ‌predefined‌ ‌value‌ ‌(on‌‌the‌‌positional‌‌nature‌‌of‌‌language,‌‌                             
see‌ ‌Manova‌ ‌et‌ ‌al.‌ ‌2020).‌ ‌For‌ ‌example,‌ ‌a‌ ‌16-bit‌ ‌template‌ ‌has‌ ‌predefined‌‌values‌‌of‌‌positions‌‌as‌‌                               
shown‌ ‌in‌ ‌table‌ ‌1.‌ ‌ 

As‌‌can‌‌be‌‌seen‌‌from‌‌table‌‌1,‌‌if‌‌“1”‌‌occupies‌‌one‌‌of‌‌the‌‌16-bit‌‌template‌‌positions,‌‌the‌‌final‌‌                                   
value‌ ‌of‌ ‌the‌ ‌position‌ ‌remains‌ ‌unchanged‌ ‌(=‌ ‌1*position‌ ‌value),‌ ‌if‌ ‌“0”‌ ‌occupies‌ ‌a‌ ‌position,‌ ‌the‌‌                             
value‌ ‌of‌ ‌the‌ ‌position‌ ‌becomes‌ ‌zero‌ ‌because‌ ‌multiplication‌ ‌by‌ ‌zero‌ ‌gives‌ ‌zero.‌ ‌As‌ ‌for‌ ‌the‌‌                             
representations‌ ‌of‌ ‌the‌ ‌decimal‌ ‌numbers,‌ ‌e.g.‌ ‌10‌ ‌=‌ ‌2‌3‌ ‌‌+‌ ‌2‌1‌‌ ‌=‌ ‌8‌ ‌+2.‌ ‌ 
‌ 
‌ 
‌ 
‌ 
‌ 
‌ 
‌ 
‌ 

Table‌ ‌1:‌‌ ‌A‌ ‌16-bit‌ ‌template,‌ ‌i.e.‌ ‌this‌ ‌is‌ ‌how‌ ‌a‌ ‌16-bit‌ ‌machine‌ ‌computes‌ ‌all‌ ‌types‌ ‌of‌ ‌tasks‌ ‌ 
‌ 
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‌ 
‌ 

Diagram‌ ‌1‌:‌  ‌Binary‌ ‌tree‌ ‌(CS)‌ ‌ 

‌ 
Source:‌ ‌‌https://www.geeksforgeeks.org/binary-tree-data-structure/‌‌ ‌  

‌ 
As‌‌is‌‌well-known‌‌from‌‌generative‌‌grammar,‌‌trees‌‌are‌‌a‌‌derivational‌‌device‌‌in‌‌linguistics.‌‌                         

By‌ ‌contrast,‌ ‌in‌ ‌CS,‌ ‌trees‌ ‌serve‌ ‌for‌ ‌storage‌ ‌and‌ ‌organization‌ ‌of‌ ‌information,‌ ‌and‌ ‌programs‌ ‌are‌‌                             
created‌ ‌on‌ ‌how‌ ‌to‌ ‌read‌‌these‌‌trees,‌‌i.e.‌‌a‌‌CS‌‌tree‌‌is‌‌compatible‌‌with‌‌different‌‌readings‌‌(while‌‌a‌‌                                   
syntactic‌ ‌tree‌ ‌always‌ ‌has‌ ‌a‌‌single‌‌reading).‌‌There‌‌are‌‌also‌‌different‌‌predefined‌‌types‌‌of‌‌trees‌‌in‌‌                               
CS:‌ ‌rooted‌‌and‌‌unrooted‌‌trees,‌‌binary‌‌and‌‌non-binary‌‌trees,‌‌balanced‌‌and‌‌unbalanced‌‌trees,‌‌and‌‌                           
so‌ ‌on.‌ ‌For‌ ‌example,‌ ‌in‌ ‌a‌ ‌rooted‌‌balanced‌‌binary‌‌tree,‌‌the‌‌height‌‌of‌‌the‌‌left‌‌and‌‌right‌‌subtree‌‌of‌‌                                     
any‌ ‌node‌ ‌differ‌ ‌by‌ ‌not‌ ‌more‌ ‌than‌ ‌one,‌ ‌i.e.‌ ‌Diagram‌ ‌1‌ ‌illustrates‌‌a‌‌rooted‌‌balanced‌‌binary‌‌tree.‌‌                                 
Additionally,‌ ‌all‌ ‌nodes‌ ‌of‌ ‌a‌ ‌rooted‌ ‌tree‌‌are‌‌numbered‌‌in‌‌a‌‌strict‌‌order‌‌starting‌‌from‌‌the‌‌root:‌‌in‌‌                                   
Diagram‌‌1‌‌the‌‌root‌‌node‌‌is‌‌under‌‌“1”.‌‌In‌‌a‌‌rooted‌‌tree,‌‌the‌‌root‌‌serves‌‌as‌‌an‌‌orientation‌‌point,‌‌in‌‌                                       
the‌ ‌sense‌ ‌that‌ ‌the‌ ‌creation‌ ‌of‌ ‌the‌ ‌tree‌‌and‌‌its‌‌search‌‌start‌‌from‌‌the‌‌root.‌‌Since‌‌the‌‌drawing‌‌of‌‌a‌‌                                       
syntactic‌‌tree‌‌does‌‌not‌‌start‌‌from‌‌the‌‌root‌‌but‌‌from‌‌the‌‌most‌‌distant‌‌leaf‌‌(called‌‌branch‌‌in‌‌syntax),‌‌                                   
trees‌‌in‌‌syntax‌‌appear‌‌unrooted‌‌but‌‌with‌‌roots.‌‌The‌‌rooted-unrooted‌‌issue‌‌with‌‌syntactic‌‌trees‌‌is‌‌                             

18‌ ‌ 

Bit‌ ‌#‌ ‌  16‌ ‌  15‌ ‌  14‌ ‌  13‌ ‌  12‌ ‌  11‌ ‌  10‌ ‌  9‌ ‌  8‌ ‌  7‌ ‌  6‌ ‌  5‌ ‌  4‌ ‌  3‌ ‌  2‌ ‌  1‌ ‌ 

Predefined‌ ‌value‌‌ ‌   2‌15‌ ‌  2‌14‌ ‌  2‌13‌ ‌  2‌12‌ ‌  2‌11‌ ‌  2‌10‌ ‌  2‌9‌ ‌  2‌8‌ ‌  2‌7‌ ‌  2‌6‌ ‌  2‌5‌ ‌  2‌4‌ ‌  2‌3‌ ‌  2‌2‌ ‌  2‌1‌ ‌  2‌0‌ ‌ 

Representation‌‌ 
of‌ ‌decimal‌ ‌1‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  1‌ ‌ 

Representation‌‌ 
of‌ ‌decimal‌ ‌2‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  1‌ ‌  0‌ ‌ 

Representation‌‌ 
of‌ ‌decimal‌ ‌3‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  1‌ ‌  1‌ ‌ 

...‌ ‌  ‌  ‌  ‌  ‌  ‌  ‌  ‌  ‌  ‌  ‌  ‌  ‌  ‌  ‌  ‌  ‌ 

Representation‌‌ 
of‌ ‌decimal‌ ‌10‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  0‌ ‌  1‌ ‌  0‌ ‌  1‌ ‌  0‌ ‌ 

...‌ ‌  ‌  ‌  ‌  ‌  ‌  ‌  ‌  ‌  ‌  ‌  ‌  ‌  ‌  ‌  ‌  ‌ 

https://www.geeksforgeeks.org/binary-tree-data-structure/


best‌‌visible‌‌in‌‌Distributed‌‌Morphology‌‌(Halle‌‌&‌‌Marantz‌‌1993;‌‌Harley‌‌&‌‌Noyer‌‌1999;‌‌Bobaljik‌‌                           
2017,‌‌among‌‌many‌‌others)‌‌where‌‌the‌‌root‌‌of‌‌the‌‌word‌‌is‌‌not‌‌in‌‌the‌‌root‌‌of‌‌the‌‌tree.‌‌Thus‌‌from‌‌a‌‌                                         
CS‌‌point‌‌of‌‌view,‌‌with‌‌the‌‌version‌‌of‌‌trees‌‌used‌‌in‌‌syntax‌‌(i.e.‌‌trees‌‌that‌‌are‌‌unrestricted‌‌in‌‌terms‌‌                                     
of‌‌height‌‌and‌‌weight‌‌and‌‌that‌‌permit‌‌different‌‌types‌‌of‌‌movement‌‌of‌‌elements)‌‌everything‌‌can‌‌be‌‌                               
derived.‌‌ ‌  
‌ 

Interim‌ ‌conclusion,‌ ‌one‌‌can‌‌solve‌‌the‌‌same‌‌linguistic‌‌problem‌‌such‌‌as‌‌e.g.‌‌derivation‌‌of‌‌                           
Universal‌‌20‌‌and‌‌its‌‌exceptions‌‌in‌‌different‌‌ways,‌‌the‌‌different‌‌solutions,‌‌although‌‌leading‌‌to‌‌the‌‌                             
same‌ ‌result‌ ‌(Cinque’s‌ ‌list‌ ‌of‌ ‌attested‌ ‌and‌ ‌unattested‌ ‌patterns),‌ ‌differ‌ ‌in‌ ‌complexity.‌ ‌That‌ ‌is,‌‌                           
complexity‌ ‌in‌ ‌linguistics‌ ‌is‌ ‌like‌ ‌complexity‌ ‌in‌ ‌CS‌ ‌--‌ ‌a‌ ‌property‌ ‌of‌ ‌the‌‌solution‌‌(analysis).‌‌The‌‌                               
derivation‌‌of‌‌the‌‌cross-linguistic‌‌TAM‌‌orders‌‌and‌‌Universal‌‌20‌‌and‌‌its‌‌exceptions‌‌do‌‌not‌‌require‌‌                             
hierarchical‌ ‌structures‌ ‌such‌ ‌as‌ ‌syntactic‌ ‌trees.‌ ‌These‌ ‌two‌ ‌prominent‌ ‌linguistic‌ ‌sequences‌ ‌are‌‌                       
linear‌ ‌structures‌ ‌and‌ ‌as‌ ‌such‌ ‌they‌ ‌can‌ ‌be‌ ‌derived‌ ‌only‌ ‌with‌ ‌bigrams‌ ‌and‌ ‌trigrams.‌‌ ‌  
‌ 
‌ 

7.‌ ‌Additional‌ ‌data‌ ‌for‌ ‌Universal‌ ‌20‌ ‌ 
‌ 

Recently‌‌additional‌‌data‌‌for‌‌Universal‌‌20‌ ‌have‌‌been‌‌published‌‌(Merlo‌‌&‌‌Ouwayda‌‌2018).‌‌In‌‌this‌‌                             
section‌ ‌I‌ ‌challenge‌ ‌the‌ ‌‌EteNGraM‌ ‌model‌ ‌with‌ ‌these‌ ‌data.‌ ‌The‌ ‌goal‌ ‌is,‌ ‌among‌ ‌other‌ ‌things,‌ ‌to‌‌                               
check‌ ‌whether‌ ‌‌EteNGraM‌’s‌ ‌high‌ ‌efficiency‌ ‌is‌ ‌not‌ ‌by‌ ‌chance.‌‌ ‌  

Table‌ ‌‌2‌ ‌is‌ ‌adopted‌ ‌from‌ ‌Merlo‌‌&‌‌Ouwayda‌‌(2018),‌‌with‌‌a‌‌single‌‌modification:‌‌the‌‌first‌‌                             
column‌ ‌is‌ ‌added‌ ‌by‌ ‌me‌‌and‌‌contains‌‌the‌‌numbering‌‌of‌‌the‌‌Universal‌‌20‌‌patterns‌‌from‌‌(11)‌‌and‌‌                                 
(12).‌ ‌For‌ ‌convenience,‌ ‌(11)‌ ‌and‌ ‌(12)‌ ‌are‌ ‌repeated‌ ‌at‌ ‌the‌ ‌end‌ ‌of‌ ‌this‌ ‌section.‌ ‌The‌ ‌rest‌ ‌of‌ ‌the‌‌                                   
columns‌ ‌are‌ ‌named‌ ‌as‌ ‌in‌ ‌the‌ ‌original‌ ‌version‌ ‌of‌ ‌the‌ ‌table:‌ ‌“Dryer’s‌ ‌Languages”‌ ‌and‌ ‌“Dryer’s‌‌                             
Genera”‌ ‌give‌ ‌the‌ ‌counts‌ ‌reported‌ ‌in‌ ‌Dryer‌ ‌(2006)‌ ‌by‌ ‌language‌‌and‌‌by‌‌genera‌‌respectively;‌‌the‌‌                             
next‌ ‌two‌ ‌columns‌ ‌“Cinque’s‌ ‌05‌ ‌Languages”‌ ‌and‌ ‌“Cinque’s‌ ‌13‌ ‌Languages”‌ ‌countain‌ ‌Cinque's‌‌                       
counts‌‌from‌‌2005,‌‌i.e.‌‌what‌‌we‌‌analyzed‌‌and‌‌confirmed‌‌in‌‌section‌‌4,‌‌as‌‌well‌‌as‌‌Cinque’s‌‌(2013)‌‌                                 
database,‌‌a‌‌private‌‌resource‌‌shared‌‌with‌‌the‌‌authors‌‌of‌‌table‌‌2,‌‌Merlo‌‌and‌‌Ouwayda.‌‌The‌‌patterns‌‌                               
reported‌ ‌as‌ ‌non-existing‌ ‌or‌ ‌spurious‌ ‌in‌ ‌Cinque‌ ‌(2005)‌ ‌and‌ ‌confirmed‌ ‌as‌ ‌non-existing‌ ‌by‌‌                         
EteNGraM‌‌but‌‌existing‌‌according‌‌to‌‌Dryer‌‌(2006)‌‌are‌‌‌shaded‌‌in‌‌Table‌‌2‌‌where‌‌all‌‌bases‌‌are‌‌also‌‌                                 
colored‌.‌ ‌The‌ ‌goal‌ ‌of‌ ‌this‌ ‌colorful‌ ‌presentation‌ ‌is‌ ‌to‌‌show‌‌that,‌‌like‌‌in‌‌Cinque‌‌(2005),‌‌Merlo‌‌&‌‌                                 
Ouwayda’s‌ ‌(2018)‌ ‌major‌ ‌concern‌ ‌seemed‌ ‌not‌ ‌to‌ ‌be‌‌the‌‌appropriate‌‌clustering‌‌of‌‌the‌‌data,‌‌such‌‌                             
that‌‌favors‌‌a‌‌solution‌‌to‌‌the‌‌problem,‌‌but‌‌avoidance‌‌of‌‌omission‌‌of‌‌a‌‌pattern,‌‌although‌‌one‌‌could‌‌                                 
also‌ ‌interpret‌ ‌their‌ ‌approach‌ ‌as‌ ‌‘monitoring‌ ‌the‌ ‌movement‌ ‌of‌ ‌N’.‌ ‌Roughly,‌ ‌they‌ ‌change‌ ‌the‌‌                           
placement‌‌of‌‌the‌‌N-column‌‌one‌‌position‌‌forward‌‌each‌‌time,‌‌see‌‌Table‌‌2;‌‌and‌‌explain‌‌the‌‌different‌‌                               
patterns‌ ‌as‌ ‌types‌ ‌of‌ ‌movement‌ ‌with‌ ‌different‌ ‌costs‌ ‌of‌ ‌the‌ ‌syntactic‌ ‌operations‌ ‌involved.‌ ‌ 
‌ 
‌ 
‌ 
‌ 
‌ 
‌ 
‌ 

Table‌‌2:‌‌‌=‌‌“Table‌‌1:‌‌Attested‌‌word‌‌orders‌‌of‌‌Universal‌‌20‌‌and‌‌their‌‌estimated‌‌frequencies”‌‌from‌‌                               
Merlo‌ ‌&‌ ‌Ouwayda‌ ‌(2018);‌ ‌column‌ ‌1‌ ‌and‌ ‌colors‌ ‌added‌ ‌by‌ ‌SM‌ ‌ 
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‌ 
Four‌ ‌of‌ ‌the‌ ‌24‌ ‌patterns‌ ‌in‌ ‌Table‌ ‌2‌ ‌seem‌ ‌problematic‌ ‌for‌ ‌‌EteNGraM‌:‌ ‌these‌ ‌patterns‌‌should‌‌not‌‌                               
exist‌‌but‌‌they‌‌seem‌‌to‌‌do.‌‌Note,‌‌however,‌‌that‌‌Cinque’s‌‌(2013)‌‌database‌‌confirms‌‌only‌‌one‌‌of‌‌the‌‌                                 
four‌ ‌problematic‌ ‌patterns,‌ ‌#24‌ ‌in‌ ‌(11):‌ ‌N‌ ‌‌Dem‌ ‌A‌ ‌Num‌ ‌1-‌4-2‌-3.‌ ‌Cinque‌ ‌(2013)‌ ‌reports‌ ‌24‌‌                             
languages‌‌of‌‌this‌‌type‌‌versus‌‌only‌‌6‌‌in‌‌Dryer‌‌(2006),‌‌and‌‌3‌‌in‌‌Cinque‌‌(2005),‌‌but‌‌see‌‌footnote‌‌3‌‌                                     
where‌ ‌Cinque‌ ‌explains‌ ‌why‌ ‌the‌‌three‌‌languages‌‌should‌‌be‌‌considered‌‌spurious‌‌instances‌‌of‌‌the‌‌                           
pattern.‌ ‌The‌ ‌other‌ ‌three‌ ‌problematic‌ ‌patterns‌ ‌occur‌ ‌in‌ ‌a‌ ‌very‌ ‌limited‌ ‌number‌ ‌of‌ ‌languages:‌ ‌N‌‌                             
Num‌‌Dem‌‌A‌‌(#23‌‌in‌‌(12))‌‌in‌‌only‌‌1‌‌language;‌‌Dem‌‌A‌‌Num‌‌N‌‌(#11‌‌in‌‌(11))‌‌in‌‌only‌‌3‌‌languages;‌‌                                         
and‌‌Num‌‌N‌‌Dem‌‌A‌‌(#22‌‌in‌‌(12))‌‌in‌‌only‌‌5‌‌languages.‌‌All‌‌counts‌‌according‌‌to‌‌Dryer‌‌(2006),‌‌as‌‌                                     

20‌ ‌ 

#‌ ‌in‌ ‌(11)‌‌     
and‌ ‌(12)‌ ‌ 

‌  ‌  ‌  ‌  Dryer’s‌‌ 
Languages‌ 

Dryer’s‌‌ 
Genera‌ 

Cinque’s‌ ‌05‌‌ 
Languages‌ 

Cinque’s‌ ‌13‌‌ 
Languages‌ 

1‌ ‌  DEM‌ ‌  NUM‌ ‌  ADJ‌ ‌  N‌ ‌  74‌  44‌  V.‌ ‌many‌  300‌ 

11‌ ‌  DEM‌ ‌  ADJ‌ ‌  NUM‌ ‌  N‌ ‌  3‌  2‌  0‌  0‌ 

5‌ ‌  NUM‌ ‌  DEM‌ ‌  ADJ‌ ‌  N‌ ‌  0‌  0‌  0‌  0‌ 

12‌ ‌  NUM‌ ‌  ADJ‌ ‌  DEM‌ ‌  N‌ ‌  0‌  0‌  0‌  0‌ 

7‌ ‌  ADJ‌ ‌  DEM‌ ‌  NUM‌ ‌  N‌ ‌  0‌  0‌  0‌  0‌ 

9‌ ‌  ADJ‌ ‌  NUM‌ ‌  DEM‌ ‌  N‌ ‌  0‌  0‌  0‌  0‌ 

‌  ‌  ‌  ‌  ‌         

2‌ ‌  DEM‌ ‌  NUM‌ ‌  N‌ ‌  ADJ‌ ‌  22‌  17‌  Many‌  114‌ 

3‌ ‌  DEM‌ ‌  ADJ‌ ‌  N‌ ‌  NUM‌ ‌  11‌  6‌  V.‌ ‌few‌ ‌(7)‌  35‌ 

6‌ ‌  NUM‌ ‌  DEM‌ ‌  N‌ ‌  ADJ‌ ‌  0‌  0‌  0‌  0‌ 

4‌ ‌  NUM‌ ‌  ADJ‌ ‌  N‌ ‌  DEM‌ ‌  4‌  3‌  V.‌ ‌few‌ ‌(8)‌  40‌ 

8‌ ‌  ADJ‌ ‌  DEM‌ ‌  N‌ ‌  NUM‌ ‌  0‌  0‌  0‌  0‌ 

10‌ ‌  ADJ‌ ‌  NUM‌ ‌  N‌ ‌  DEM‌ ‌  0‌  0‌  0‌  0‌ 

‌  ‌  ‌  ‌  ‌         

16‌ ‌  DEM‌ ‌  N‌ ‌  ADJ‌ ‌  NUM‌ ‌  28‌  22‌  Many‌  125‌ 

19‌ ‌  DEM‌ ‌  N‌ ‌  NUM‌ ‌  ADJ‌ ‌  3‌  3‌  V.‌ ‌few‌ ‌(4)‌  37‌ 

22‌ ‌  NUM‌ ‌  N‌ ‌  DEM‌ ‌  ADJ‌ ‌  5‌  3‌  0‌  0‌ 

15‌ ‌  NUM‌ ‌  N‌ ‌  ADJ‌ ‌  DEM‌ ‌  38‌  21‌  Few‌ ‌(2)‌  180‌ 

18‌ ‌  ADJ‌ ‌  N‌ ‌  DEM‌ ‌  NUM‌ ‌  4‌  2‌  V.‌ ‌few‌ ‌(3)‌  14‌ 

14‌ ‌  ADJ‌ ‌  N‌ ‌  NUM‌ ‌  DEM‌ ‌  2‌  1‌  V.‌ ‌few‌  15‌ 

‌  ‌  ‌  ‌  ‌         

21‌ ‌  N‌ ‌  DEM‌ ‌  NUM‌ ‌  ADJ‌ ‌  4‌  3‌  Few‌ ‌(8)‌  48‌ 

24‌ ‌  N‌ ‌  DEM‌ ‌  ADJ‌ ‌  NUM‌ ‌  6‌  4‌  V.‌ ‌few‌ ‌(3)‌  24‌ 

23‌ ‌  N‌ ‌  NUM‌ ‌  DEM‌ ‌  ADJ‌ ‌  1‌  1‌  0‌  0‌ 

20‌ ‌  N‌ ‌  NUM‌ ‌  ADJ‌ ‌  DEM‌ ‌  9‌  7‌  Few‌ ‌(7)‌  35‌ 

17‌ ‌  N‌ ‌  ADJ‌ ‌  DEM‌ ‌  NUM‌ ‌  19‌  11‌  Few‌ ‌(8)‌  69‌ 

13‌ ‌  N‌ ‌  ADJ‌ ‌  NUM‌ ‌  DEM‌ ‌  108‌  57‌  V.‌ ‌many‌ ‌(27)‌  411‌ 



already‌ ‌mentioned,‌ ‌for‌ ‌Cinque‌ ‌(2005,‌ ‌2013)‌ ‌these‌ ‌patterns‌ ‌do‌ ‌not‌ ‌exist.‌ ‌Since‌ ‌the‌ ‌languages‌‌                           
violating‌ ‌‌EteNGraM’s‌ ‌‌derivational‌ ‌rules‌ ‌are‌ ‌not‌ ‌well-studied,‌ ‌it‌ ‌is‌ ‌hard‌ ‌to‌ ‌say‌ ‌what‌ ‌is‌ ‌behind‌‌                             
these‌ ‌violations:‌ ‌Do‌ ‌they‌ ‌really‌ ‌exist‌ ‌or‌ ‌are‌ ‌they‌ ‌simply‌ ‌due‌ ‌to‌ ‌insufficient‌ ‌knowledge‌ ‌of‌ ‌the‌‌                               
target‌ ‌language‌ ‌by‌ ‌the‌ ‌person‌ ‌providing‌ ‌the‌ ‌description.‌‌ ‌  

Thus,‌ ‌only‌ ‌pattern‌ ‌#24:‌ ‌N‌ ‌‌Dem‌ ‌A‌ ‌Num‌ ‌seems‌ ‌to‌ ‌pose‌ ‌a‌ ‌real‌ ‌problem‌ ‌to‌ ‌‌EteNGraM‌.‌‌                               
However,‌ ‌with‌ ‌respect‌ ‌to‌ ‌this‌ ‌pattern‌ ‌there‌ ‌is‌‌a‌‌significant‌‌discrepancy‌‌in‌‌the‌‌counts‌‌in‌‌Cinque‌‌                               
(2005),‌‌Dryer‌‌(2006)‌‌and‌‌Cinque‌‌(2013):‌‌3‌‌versus‌‌6‌‌versus‌‌24‌‌languages.‌‌This‌‌situation‌‌seems‌‌to‌‌                               
indicate‌ ‌definitional‌ ‌and/or‌ ‌methodological‌ ‌inconsistencies.‌‌ ‌  
‌ 

(11‌ ‌repeated)‌ ‌Pre-positioning,‌ ‌i.e.‌ ‌at‌ ‌least‌ ‌two‌ ‌elements‌ ‌precede‌ ‌the‌ ‌base‌ ‌‌4‌ ‌ 
1. a.‌ ‌√‌ Dem‌ ‌Num‌ ‌A‌  ‌N‌‌  1-2-3-‌4‌ ‌ 
2. b.‌ ‌√‌ Dem‌ ‌Num‌ ‌N‌ ‌A‌ 1-2-‌4‌-‌3‌‌ ‌  
3. n.‌ ‌√‌ Dem‌ ‌A‌ ‌N‌ ‌Num‌‌  1-3-‌4‌-‌2‌‌ ‌  
4. r.‌ ‌√‌ Num‌ ‌A‌ ‌N‌ ‌Dem‌‌  2-3-‌4‌-‌1‌‌ ‌  
5. e.‌ ‌*‌ Num‌ ‌Dem‌‌ ‌A‌ ‌N‌ 2-1‌-3-‌4‌ ‌ 
6. f.‌ ‌*‌ Num‌ ‌Dem‌‌ ‌N‌ ‌A‌ ‌  2-1‌-‌4‌-‌3‌ ‌ 
7. i.‌ ‌*‌ A‌ ‌Dem‌‌ ‌Num‌ ‌N‌ 3-1‌-2-‌4‌ ‌ 
8. j.‌ ‌*‌ A‌ ‌Dem‌‌ ‌N‌ ‌Num‌ 3-1‌-‌4‌-‌2‌ ‌ 
9. u.‌ ‌*‌ A‌ ‌Num‌‌ ‌Dem‌ ‌N‌‌  3-2‌-1-‌4‌ ‌ 
10. v.‌ ‌*‌ A‌ ‌Num‌‌ ‌N‌ ‌Dem‌ 3-2‌-4-‌1‌ ‌ 
11. m.‌ ‌*‌‌  Dem‌ ‌‌A‌ ‌Num‌‌ ‌N‌ 1-‌3-2‌-‌4‌ ‌ 
12. q.‌ ‌*‌ Num‌ ‌‌A‌ ‌Dem‌‌ ‌N‌‌  2-‌3-1‌-‌4‌ ‌ 

‌ 
(12‌ ‌repeated)‌ ‌Post-positioning,‌ ‌i.e.‌ ‌at‌ ‌least‌ ‌two‌ ‌elements‌ ‌follow‌ ‌the‌ ‌base‌ ‌‌1‌ ‌ 

13. x.‌ ‌√‌ N‌ ‌A‌ ‌Num‌ ‌Dem‌ 1‌-2-3-4‌‌  ‌ 
14. w.‌ ‌√‌ A‌ ‌N‌ ‌Num‌ ‌Dem‌‌  2‌-‌1‌-3-4‌‌ ‌  
15. s.‌ ‌√‌ Num‌ ‌N‌ ‌A‌ ‌Dem‌‌  3‌-‌1‌-2-4‌‌ ‌  
16. o.‌ ‌√‌ Dem‌ ‌N‌ ‌A‌ ‌Num‌‌  4‌-‌1‌-2-3‌‌ ‌  
17. l.‌ ‌√‌ N‌ ‌A‌ ‌‌Dem‌ ‌Num‌‌  1‌-2-‌4-3‌ ‌ 
18. k.‌ ‌√‌ A‌ ‌N‌ ‌‌Dem‌ ‌Num‌‌  2‌-‌1‌-‌4-3‌ ‌ 
19. c.‌ ‌√‌ Dem‌ ‌N‌ ‌‌Num‌ ‌A‌‌  4‌-‌1‌-‌3-2‌ ‌ 
20. t.‌ ‌√‌ N‌ ‌‌Num‌ ‌A‌‌ ‌Dem‌‌  1‌-‌3-2‌-4‌ ‌  
21. d.‌ ‌√‌      ‌N‌ ‌‌Dem‌ ‌Num‌ ‌A‌ 1‌-‌4-3-2‌‌  ‌(2x‌ ‌permut.‌ ‌of‌ ‌3‌ ‌simultan.,‌ ‌‌4-3‌‌ ‌and‌ ‌‌3-2‌)‌ ‌ 
22. g.‌ ‌*‌ Num‌ ‌N‌ ‌‌Dem‌ ‌A‌ 3‌-‌1‌-‌4-2‌‌  ‌ 
23. h.‌ ‌*‌ N‌ ‌Num‌ ‌‌Dem‌ ‌A‌‌  1‌-3-‌4-2‌ ‌ 
24. p.‌ ‌(*)‌ N‌ ‌‌Dem‌ ‌A‌‌ ‌Num‌‌  1‌-‌4-2‌-3‌ ‌ 

‌ 
‌ 

8.‌ ‌The‌ ‌full‌ ‌power‌ ‌of‌ ‌‌EteNGraM‌ ‌ 
‌ 

In‌ ‌this‌ ‌section,‌ ‌I‌ ‌will‌ ‌demonstrate‌ ‌that‌ ‌‌EteNGraM‌ ‌allows‌ ‌for‌ ‌fine-grained‌ ‌classification‌ ‌of‌ ‌the‌‌                           
attested‌ ‌patterns‌ ‌of‌ ‌Universal‌ ‌20‌ ‌and‌ ‌that,‌ ‌consequently,‌ ‌it‌ ‌can‌ ‌be‌ ‌used‌‌for‌‌making‌‌predictions‌‌                             
about‌ ‌preferred‌ ‌and‌ ‌dispreferred‌ ‌patterns‌ ‌across‌ ‌languages.‌‌ ‌  
‌ 

Table‌‌3:‌‌=‌‌Table‌‌2‌‌but‌‌with‌‌the‌‌data‌‌clustering‌‌of‌‌(11)‌‌and‌‌(12),‌‌both‌‌repeated‌‌at‌‌the‌‌end‌‌of‌‌the‌‌                                         
previous‌ ‌section‌ ‌ 
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‌ 
The‌‌colours‌‌used‌‌in‌‌the‌‌table‌‌are‌‌those‌‌from‌‌(11)‌‌and‌‌(12):‌‌‌stranded‌‌elements‌‌do‌‌not‌‌violate‌‌anything;‌‌‌bad‌‌bigrams‌‌                                       
invalidate‌ ‌whole‌ ‌patterns,‌ ‌and‌ ‌‌permutations‌‌ ‌of‌ ‌neighbor‌ ‌elements‌ ‌in‌ ‌post-positioning‌ ‌do‌ ‌not‌ ‌violate‌ ‌anything‌‌ ‌  
‌ 

‌ 
‌ 
‌ 

Scrutinizing‌ ‌table‌ ‌3:‌ ‌ 
1) Pre-positioning‌ ‌ 

22‌ ‌ 

#‌ ‌in‌ ‌(11)‌ ‌and‌ ‌(12)‌ ‌ 
and‌ ‌a‌  ‌comment‌ ‌ 

‌  ‌  ‌  ‌  Dryer’s‌‌ 
Languages‌ 

Dryer’s‌‌ 
Genera‌ 

Cinque’s‌ ‌05‌‌ 
Languages‌ 

Cinque’s‌ ‌13‌‌ 
Languages‌ 

‌ 
Pre-positioning‌‌ ‌  

1‌ ‌(default)‌ ‌  DEM‌ ‌  NUM‌  ADJ‌ ‌  N‌ ‌  74‌  44‌  V.‌ ‌many‌  300‌ 

2‌ ‌(stranding)‌ ‌  DEM‌ ‌  NUM‌ ‌  N‌ ‌  ADJ‌ ‌  22‌  17‌  Many‌  114‌ 

3‌ ‌(stranding)‌ ‌  DEM‌ ‌  ADJ‌ ‌  N‌ ‌  NUM‌ ‌  11‌  6‌  V.‌ ‌few‌ ‌(7)‌  35‌ 

4‌ ‌(stranding)‌ ‌  NUM‌ ‌  ADJ‌ ‌  N‌ ‌  DEM‌ ‌  4‌  3‌  V.‌ ‌few‌ ‌(8)‌  40‌ 

5‌ ‌(bad‌ ‌bigram)‌ ‌  NUM‌ ‌  DEM‌ ‌  ADJ‌ ‌  N‌ ‌  0‌  0‌  0‌  0‌ 

6‌ ‌(bad‌ ‌bigram)‌ ‌  NUM‌ ‌  DEM‌ ‌  N‌ ‌  ADJ‌ ‌  0‌  0‌  0‌  0‌ 

7‌ ‌(bad‌ ‌bigram)‌ ‌  ADJ‌ ‌  DEM‌ ‌  NUM‌ ‌  N‌ ‌  0‌  0‌  0‌  0‌ 

8‌ ‌(bad‌ ‌bigram)‌ ‌  ADJ‌ ‌  DEM‌ ‌  N‌ ‌  NUM‌ ‌  0‌  0‌  0‌  0‌ 

9‌ ‌(bad‌ ‌bigram)‌ ‌  ADJ‌ ‌  NUM‌ ‌  DEM‌ ‌  N‌ ‌  0‌  0‌  0‌  0‌ 

10‌ ‌(bad‌ ‌bigram)‌ ‌  ADJ‌ ‌  NUM‌ ‌  N‌ ‌  DEM‌ ‌  0‌  0‌  0‌  0‌ 

11‌ ‌(bad‌ ‌bigram)‌ ‌  DEM‌ ‌  ADJ‌ ‌  NUM‌ ‌  N‌ ‌  3‌  2‌  0‌  0‌ 

12‌ ‌(bad‌ ‌bigram)‌ ‌  NUM‌ ‌  ADJ‌ ‌  DEM‌ ‌  N‌ ‌  0‌  0‌  0‌  0‌ 

‌ 
Post-positioning‌ ‌ 

13‌ ‌(default)‌ ‌  N‌ ‌  ADJ‌ ‌  NUM‌  DEM‌ ‌  108‌  57‌  V.‌ ‌many‌ ‌(27)‌  411‌ 

14‌ ‌(stranding)‌ ‌  ADJ‌ ‌  N‌ ‌  NUM‌ ‌  DEM‌ ‌  2‌  1‌  V.‌ ‌few‌  15‌ 

15‌ ‌(stranding)‌ ‌  NUM‌ ‌  N‌ ‌  ADJ‌ ‌  DEM‌ ‌  38‌  21‌  Few‌ ‌(2)‌  180‌ 

16‌ ‌(stranding)‌ ‌  DEM‌ ‌  N‌ ‌  ADJ‌ ‌  NUM‌ ‌  28‌  22‌  Many‌  125‌ 

17‌ ‌(permutation)‌ ‌  N‌ ‌  ADJ‌ ‌  DEM‌ ‌  NUM‌ ‌  19‌  11‌  Few‌ ‌(8)‌  69‌ 

18‌ ‌(strand+permut)‌ ‌  ADJ‌ ‌  N‌ ‌  DEM‌ ‌  NUM‌ ‌  4‌  2‌  V.‌ ‌few‌ ‌(3)‌  14‌ 

19‌ ‌(strand+permut)‌‌   DEM‌ ‌  N‌ ‌  NUM‌ ‌  ADJ‌ ‌  3‌  3‌  V.‌ ‌few‌ ‌(4)‌  37‌ 

20‌ ‌(permutation)‌‌ ‌   N‌ ‌  NUM‌ ‌  ADJ‌ ‌  DEM‌ ‌  9‌  7‌  Few‌ ‌(7)‌  35‌ 

21‌ ‌(2‌ ‌permutations)‌ ‌  N‌ ‌  DEM‌ ‌  NUM‌ ‌  ADJ‌ ‌  4‌  3‌  Few‌ ‌(8)‌  48‌ 

22‌ ‌(bad‌ ‌bigram)‌ ‌  NUM‌ ‌  N‌ ‌  DEM‌ ‌  ADJ‌ ‌  5‌  3‌  0‌  0‌ 

23‌ ‌(bad‌ ‌bigram)‌ ‌  N‌ ‌  NUM‌ ‌  DEM‌ ‌  ADJ‌ ‌  1‌  1‌  0‌  0‌ 

24‌ ‌(bad‌ ‌bigram)‌ ‌  N‌ ‌  DEM‌ ‌  ADJ‌ ‌  NUM‌ ‌  6‌  4‌  V.‌ ‌few‌ ‌(3)‌  24‌ 



Stranding‌ ‌of‌‌the‌‌closest‌‌to‌‌the‌‌default‌‌base‌‌element,‌‌ADJ‌‌(#2),‌‌is‌‌more‌‌preferred‌‌than‌‌stranding‌‌                               
of‌ ‌the‌ ‌most‌ ‌distant‌ ‌elemment,‌ ‌DEM‌ ‌(#4),‌ ‌114‌ ‌versus‌ ‌40‌ ‌languages‌ ‌in‌ ‌Cinque‌ ‌(2013).‌ ‌ 

2) Post-positioning‌ ‌ 
Stranding‌ ‌without‌ ‌permutation‌ ‌(#14,‌ ‌#15,‌ ‌and‌ ‌#16)‌ ‌is‌ ‌more‌ ‌preferred‌ ‌than‌ ‌stranding‌ ‌with‌‌                         
permutation‌ ‌(#18‌ ‌and‌ ‌#19).‌ ‌Now‌ ‌recall‌ ‌what‌ ‌we‌ ‌established‌ ‌with‌ ‌respect‌ ‌to‌ ‌fixedness‌ ‌of‌ ‌the‌                             
non-base‌‌elements‌‌in‌‌post-positioning‌‌(section‌‌4):‌‌NUM‌‌is‌‌unfixed,‌‌ADJ‌‌and‌‌DEM‌‌are‌‌fixed,‌‌i.e.‌‌                             
all‌‌permutations‌‌are‌‌due‌‌to‌‌NUM.‌‌Stranding‌‌of‌‌an‌‌unfixed‌‌element‌‌(#15)‌‌is‌‌more‌‌preferred‌‌than‌‌                               
stranding‌ ‌of‌ ‌a‌ ‌fixed‌‌element‌‌(#14‌‌and‌‌#16).‌‌Stranding‌‌of‌‌the‌‌most‌‌distant‌‌from‌‌the‌‌base‌‌(fixed)‌‌                                 
element‌ ‌(#‌ ‌16)‌ ‌is‌ ‌more‌ ‌prefered‌ ‌than‌ ‌stranding‌ ‌of‌ ‌the‌ ‌closest‌ ‌to‌ ‌the‌ ‌base‌ ‌(fixed)‌ ‌element‌ ‌(#14).‌ ‌ 

Permutation‌‌patterns‌‌are‌‌extracted‌‌from‌‌table‌‌3‌‌and‌‌listed‌‌as‌‌a‌‌separate‌‌table‌‌4‌‌for‌‌ease‌‌of‌‌                                 
perception.‌ ‌ ‌   

‌ 
Table‌ ‌4:‌‌ ‌Permutation‌ ‌patterns‌ ‌in‌ ‌post-positioning‌ ‌(based‌ ‌on‌ ‌table‌ ‌3)‌ ‌ 

‌ 
As‌‌can‌‌be‌‌seen‌‌from‌‌table‌‌4,‌‌‌permutation‌‌of‌‌elements‌‌distant‌‌from‌‌the‌‌default‌‌base‌‌(#17)‌‌is‌‌more‌‌                                   
preferred‌‌than‌‌permutation‌‌of‌‌elements‌‌closer‌‌to‌‌the‌‌default‌‌basse‌‌(#20),‌‌69‌‌versus‌‌35‌‌languages‌‌                             
in‌ ‌Cinque‌ ‌(2013).‌ ‌Permutation‌ ‌without‌ ‌stranding‌ ‌(#17)‌ ‌is‌ ‌more‌ ‌preferred‌ ‌than‌ ‌the‌ ‌same‌‌                         
permutation‌ ‌under‌‌stranding‌‌(#18),‌‌69‌‌versus‌‌14‌‌languages.‌‌Under‌‌stranding‌‌(#18‌‌and‌‌#19),‌‌the‌‌                           
combinatorial‌ ‌logic‌ ‌appears‌ ‌to‌ ‌be‌ ‌the‌ ‌opposite‌ ‌to‌ ‌without‌ ‌stranding:‌ ‌permutation‌ ‌of‌ ‌elements‌‌                         
closer‌‌to‌‌the‌‌default‌‌base‌‌(#19)‌‌seems‌‌more‌‌preferred‌‌than‌‌permutation‌‌of‌‌more‌‌distant‌‌elements‌‌                             
(#18),‌ ‌37‌ ‌versus‌ ‌14‌ ‌languages,‌ ‌respectively.‌ ‌The‌ ‌relatively‌‌high‌‌frequency‌‌of‌‌pattern‌‌#21,‌‌with‌‌                           
two‌ ‌simultaneous‌ ‌permutations‌ ‌(according‌ ‌to‌ ‌Cinque‌ ‌2013,‌ ‌48‌ ‌languages‌ ‌tolerate‌ ‌two‌‌                     
simultaneous‌‌permutations),‌‌indicates‌‌that‌‌the‌‌major‌‌ordering‌‌factor‌‌is‌‌distance‌‌/‌‌closeness‌‌to‌‌the‌‌                           
default‌ ‌base‌ ‌and‌ ‌not‌ ‌permutation.‌ ‌This‌ ‌observation‌ ‌finds‌ ‌support‌‌by‌‌what‌‌has‌‌been‌‌established‌‌                           
for‌ ‌pre-‌ ‌and‌ ‌post-positioning‌ ‌without‌‌permutation.‌‌In‌‌prepositioning,‌‌stranding‌‌of‌‌the‌‌closest‌‌to‌‌                         
the‌‌default‌‌base‌‌element‌‌(#2)‌‌is‌‌more‌‌preferred‌‌than‌‌stranding‌‌of‌‌the‌‌most‌‌distant‌‌elemment‌‌(#4),‌‌                               
114‌ ‌versus‌ ‌40‌ ‌languages;‌ ‌and‌‌the‌‌reverse‌‌rule‌‌in‌‌post-positioning,‌‌stranding‌‌of‌‌the‌‌most‌‌distant‌‌                             
from‌ ‌the‌ ‌default‌ ‌base‌ ‌element‌ ‌(#16)‌ ‌is‌ ‌more‌ ‌prefered‌ ‌than‌ ‌stranding‌ ‌of‌ ‌the‌ ‌closest‌ ‌to‌‌the‌‌base‌‌                                 
element‌ ‌(#14),‌ ‌125‌ ‌versus‌ ‌15‌ ‌languages.‌ ‌ 
‌ 
‌ 

8.‌ ‌Conclusions‌ ‌ 
‌ 

To‌ ‌check‌ ‌whether‌ ‌NLP‌ ‌without‌ ‌grammar‌ ‌is‌ ‌possible,‌ ‌I‌ ‌created‌ ‌a‌ ‌very‌ ‌simple‌ ‌NLP‌ ‌model,‌‌                             
EteNGraM‌,‌‌that‌‌imitates‌‌current‌‌NLP‌‌research‌‌by‌‌handling‌‌semantic‌‌relations‌‌without‌‌semantics.‌‌                       
I‌‌pre-trained‌‌the‌‌model‌‌with‌‌the‌‌TAM‌‌orders‌‌in‌‌the‌‌verbal‌‌domain,‌‌fine-tuned‌‌it‌‌and‌‌employed‌‌it‌‌                                 
for‌‌derivation‌‌of‌‌Universal‌‌20‌‌and‌‌its‌‌exceptions‌‌in‌‌the‌‌nominal‌‌domain.‌‌Although‌‌‌EteNGraM‌‌is‌‌                             
ridiculously‌‌simple‌‌(it‌‌derives‌‌language‌‌structure‌‌only‌‌with‌‌linear‌‌sequences‌‌such‌‌as‌‌bigrams‌‌and‌‌                           

23‌ ‌ 

13‌ ‌(default)‌ ‌  N‌ ‌  ADJ‌ ‌  NUM‌  DEM‌ ‌  108‌  57‌  V.‌ ‌many‌ ‌(27)‌  411‌ 

17‌ ‌(permutation)‌ ‌  N‌ ‌  ADJ‌ ‌  DEM‌ ‌  NUM‌ ‌  19‌  11‌  Few‌ ‌(8)‌  69‌ 

18‌ ‌(strand+permut)‌ ‌  ADJ‌ ‌  N‌ ‌  DEM‌ ‌  NUM‌ ‌  4‌  2‌  V.‌ ‌few‌ ‌(3)‌  14‌ 

19‌ ‌(strand+permut)‌‌   DEM‌ ‌  N‌ ‌  NUM‌ ‌  ADJ‌ ‌  3‌  3‌  V.‌ ‌few‌ ‌(4)‌  37‌ 

20‌ ‌(permutation)‌‌ ‌   N‌ ‌  NUM‌ ‌  ADJ‌ ‌  DEM‌ ‌  9‌  7‌  Few‌ ‌(7)‌  35‌ 

21‌ ‌(2‌ ‌permutations)‌ ‌  N‌ ‌  DEM‌ ‌  NUM‌ ‌  ADJ‌ ‌  4‌  3‌  Few‌ ‌(8)‌  48‌ 



trigrams),‌ ‌it‌ ‌makes‌‌exactly‌‌the‌‌same‌‌predictions‌‌with‌‌respect‌‌to‌‌existing‌‌and‌‌non-existing‌‌TAM‌‌                           
and‌ ‌Universal‌ ‌20‌ ‌orders‌ ‌as‌ ‌those‌ ‌in‌ ‌Cinque‌ ‌(2005,‌ ‌2014).‌ ‌After‌ ‌a‌ ‌comparison‌ ‌of‌ ‌‌EteNGram’‌s‌‌                             
uniform‌ ‌analysis‌ ‌of‌ ‌the‌ ‌TAM‌ ‌and‌ ‌Universal‌ ‌20‌ ‌orders‌ ‌with‌ ‌Cinque’s‌ ‌syntax-based‌‌analyses‌‌of‌‌                           
these‌‌orders‌‌and‌‌with‌‌other‌‌proposals‌‌from‌‌the‌‌literature‌‌for‌‌derivation‌‌of‌‌Universal‌‌20,‌‌I‌‌briefly‌‌                               
addressed‌ ‌the‌ ‌nature‌ ‌of‌ ‌trees‌ ‌in‌ ‌CS‌ ‌and‌ ‌in‌ ‌syntax‌ ‌and‌ ‌demonstrated‌ ‌that‌ ‌syntactic‌ ‌trees‌ ‌are‌‌                               
problematic‌‌as‌‌a‌‌derivational‌‌device.‌‌‌EteNGraM‌‌also‌‌revealed‌‌novel‌‌facts‌‌about‌‌the‌‌organization‌‌                         
of‌ ‌the‌ ‌verbal‌ ‌and‌ ‌nominal‌ ‌domain:‌ ‌pre-positioning‌ ‌is‌ ‌regular‌ ‌in‌ ‌both‌ ‌domains,‌ ‌while‌‌                         
post-positioning‌ ‌tolerates‌ ‌permutation‌ ‌of‌ ‌neighbor‌ ‌elements,‌ ‌also‌ ‌in‌ ‌both‌ ‌domains;‌ ‌there‌ ‌is‌ ‌a‌‌                         
perfect‌ ‌symmetry‌ ‌of‌ ‌existing‌ ‌and‌ ‌non-existing‌ ‌patterns‌ ‌in‌ ‌both‌ ‌domains‌ ‌and‌ ‌in‌‌the‌‌ways‌‌these‌‌                             
patterns‌ ‌are‌ ‌derived;‌ ‌the‌ ‌same‌ ‌(numerically,‌ ‌i.e.‌ ‌4-2)‌ ‌bad‌ ‌bigram‌ ‌is‌ ‌responsible‌ ‌for‌ ‌all‌‌                           
non-existing‌ ‌patterns‌ ‌in‌ ‌post-positioning‌ ‌in‌ ‌both‌ ‌domains;‌‌in‌‌post-positioning‌‌in‌‌both‌‌domains,‌‌                       
the‌ ‌middle‌ ‌non-base‌ ‌element‌ ‌(Tns‌ ‌and‌‌Num,‌‌respectively)‌‌is‌‌unfixed,‌‌which‌‌thus‌‌explains‌‌why‌‌                           
there‌ ‌are‌ ‌no‌ ‌permutations‌ ‌in‌ ‌pre-positioning.‌ ‌To‌ ‌demonstrate‌ ‌that‌ ‌the‌ ‌surprisingly‌ ‌successful‌‌                       
performance‌ ‌of‌ ‌‌EteNGram‌ ‌is‌ ‌not‌ ‌by‌ ‌chance,‌ ‌I‌ ‌challenged‌ ‌the‌ ‌model‌ ‌with‌ ‌additional‌ ‌data‌ ‌for‌‌                             
Universal‌ ‌20.‌ ‌‌EteNGraM‌ ‌not‌ ‌only‌ ‌derived‌ ‌these‌ ‌data‌ ‌but‌ ‌also‌ ‌made‌ ‌fine-grained‌ ‌predictions‌‌                         
about‌ ‌preferred‌ ‌and‌ ‌dispreferred‌ ‌patterns‌ ‌across‌ ‌languages‌ ‌based‌ ‌on‌ ‌features‌ ‌such‌ ‌as‌‌                       
+/-stranding,‌‌stranding‌‌of‌‌+/-fixed‌‌element,‌‌stranding‌‌with‌‌and‌‌without‌‌permutation,‌‌closeness‌‌to‌‌                       
/‌‌distance‌‌from‌‌the‌‌base,‌‌etc.‌‌‌EteNGraM‌‌also‌‌revealed‌‌the‌‌necessity‌‌for‌‌bidirectional‌‌analyses‌‌of‌‌                             
language‌ ‌data,‌ ‌which‌ ‌is‌ ‌the‌ ‌case‌ ‌in‌ ‌current‌ ‌NLP‌ ‌research.‌ ‌Therefore,‌ ‌establishing‌ ‌the‌‌                         
combinatorial‌ ‌patterns‌ ‌of‌ ‌elements‌ ‌in‌ ‌prominent‌ ‌linear‌ ‌sequences‌ ‌in‌ ‌terms‌‌of‌‌n-grams‌‌seems‌‌a‌‌                           
promising‌ ‌scenario‌ ‌for‌‌a‌‌fruitful‌‌dialogue‌‌with‌‌the‌‌NLP‌‌community.‌‌Clearly,‌‌‌EteNGraM‌‌can‌‌be‌‌                           
applied‌‌for‌‌derivation‌‌of‌‌sequences‌‌longer‌‌than‌‌those‌‌discussed‌‌in‌‌this‌‌paper;‌‌this‌‌is‌‌planned‌‌for‌‌                               
future‌ ‌research.‌ ‌ ‌   
‌ 
‌ 
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